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♦人工智能算法与应用♦

基于自适应噪声校正的鲁棒域适应学习*

汪云云1,2**,桂 旭1,2,郑潍雯1,2,薛 晖3

(1.南京邮电大学计算机科学与技术学院,江苏南京 210023;2.南京邮电大学,江苏省大数据安全与智能处理重点实验室,江苏

南京 210023;3.东南大学计算机科学与工程学院,江苏南京 210023)

摘要:域适应(Domain
 

Adaptation,DA)学习旨在利用标签丰富的源域来帮助标签稀缺的目标域学习。DA方

法通常假设源域数据已正确标记,然而现实中通常很难收集到大量带有干净标签的源实例,带有噪声源标签的

噪声DA学习可能会降低目标学习性能。为此,本文提出基于自适应标签噪声校正的鲁棒DA学习方法(Ro-
bust

 

DA
 

Method
 

through
 

Adaptive
 

Noise
 

Correction,RoDAC)。RoDAC包含两个学习阶段,即自适应噪声标

签检测(Adaptive
 

Noise
 

Label
 

Detection,ANLD)和自适应噪声标签校正(Adaptive
 

Noise
 

Label
 

Correction,

ANLC)。在ANLD中,使用自适应噪声检测器识别带有噪声标签的源实例,并进一步在ANLC中自适应地校

正噪声标签,将其重新投入域适应学习中。与基准数据集进行比较,结果表明RoDAC方法在源域标签存在噪

声的域适应场景中取得了显著的性能提升。该学习策略可集成至许多现有的DA方法中,以提升其在噪声标

签场景下的学习性能。
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  深度神经网络基于大规模标注训练数据,在众多

机器感知任务上取得了优秀的性能,然而大规模人工

标注意味着高昂的数据标注代价,限制了深度神经网

络在数据标注不足任务上的应用。近年来,备受关注

的域适应(Domain
 

Adaptation,DA)学习尝试采用标

签丰富的源域来帮助标签稀缺的目标域学习[1],在许

多任务上性能得到了显著的提升。

  近年来,域适应学习方法相继涌现,可大致分为

3类,分别为基于差异的方法、基于对抗的方法以及

基于重构的方法。基于差异的域适应方法旨在缩小

域间的分布差异,常用的差异性度量包括最大均值差

异(Maximum
 

Mean
 

Discrepancy,MMD)[2]、KL散

度[3]和 Wasserstein距离[4]等。基于对抗的方法通

过对抗学习方式生成域不变特征。例如,DANN[5]和
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DA2NN[6]等采用特征提取器和域鉴别器间的博弈和

对抗,而 MCD[7]则利用两个分类器间的对抗学习产

生域不变特征。基于重构的方法通过对抗生成跨域

样本实现域迁移,如cycleGAN[8]、CyCADA[9]等方

法。尽管这些方法可有效提升目标域的学习性能,但
都假设存在大量正确标记的源域数据,在许多真实学

习任务中很难满足。在含噪声的DA学习中,噪声源

实例可能会导致负迁移现象[1],限制了DA方法的实

际应用。有文献研究从理论上证明了源域中的标签

噪声会给DA学习带来严重的负迁移问题[10]。也有

学者研究了更通用的噪声DA场景,包括标签噪声、
特征噪声以及混合噪声[11]。

  DA方法通常假设存在一个已正确标记的源域,
然而在现实任务中,精确的人工标注耗时耗力,通常

很难收集大量带有干净标签的源实例。虽然很容易

从网络和社交媒体中采集数据,但是此类数据集可能

存在标签噪声。带有噪声源标签的噪声DA学习可

能会损害目标域的学习性能,但针对此问题的研究仍

然有限。

  带噪声标签的鲁棒学习目前已获得广泛研究。
噪声标签学习方法可大致分为3类:基于无偏损失或

风险最小化[1215]、基于自助(Bootstrapping)损失[16]

以及噪声样本重采样方法[1720]。基于无偏损失或风

险最小化方法旨在定义可有效抑制噪声数据的损失

函数。基于自助损失方法通过在训练过程中不断修

正数据标签来减轻噪声标签实例对模型学习的影响。
噪声样本重采样方法则通过设计从训练损失到样本

权重的映射函数,根据损失计算样本权重,最小化分

类器更新的加权实例损失。此外,根据是否使用转移

矩阵对标签噪声进行显式建模,将带标签噪声的鲁棒

学习方法分为基于转移矩阵法和无转移矩阵法,本研

究属于第二类,不同的是本研究场景更具挑战性,旨
在将含有噪声标签的源域知识迁移至目标域,以提升

目标域的学习性能。

  针对源域存在噪声标签的学习场景,本文提出基

于自适应噪声校正的鲁棒域适应学习方法(Robust
 

DA
 

Method
 

through
 

Adaptive
 

Noise
 

Correction,Ro-
DAC)。首先,通过自适应噪声检测(Adaptive

 

Noisy
 

Label
 

Detection,ANLD)识别噪声源实例、加权实例

损失以及减少噪声实例对分类学习的贡献,同时划分

数据集以进一步减少其对域适应学习的影响;接着,
通过自适应噪声标签校正(Adaptive

 

Noisy
 

Label
 

Correction,ANLC)修正噪声实例,使噪声实例获得

更为准确的标签,并重新投入学习。

1 自适应噪声校正的鲁棒域适应学习方法

  在源域标签存在噪声的域适应学习场景中,主要

挑战在于:①如何减少噪声标签对分类学习的影响;

②如何减少噪声标签对域间分布对齐的影响。因此,
本文提出了一个系统的解决方案,主要包括两个学习

阶段:自适应噪声标签检测(ANLD)和自适应噪声标

签校正(ANLC)。

1.1 符号定义和网络结构

  为方便描述,首先给出符号定义,噪声标签源域

数据和无标签目标域数据分别表示为 (Xs,Ys)=
{(xs

i,ys
i)}

ns
i=1 和Xt={(xt

i)}
nt
i=1,其中,ns 和nt 分别

表示源域和目标域样本数;s和t分别代表源域和目

标域。

  进一步地,采用数学符号来表述本文的研究目

标。将成对标签上的损失函数定义为L:Y×Y→ ,
多分类任务的决策函数f:X→ K,因而有假设函数

hf =x→argmax
y∈Y

f(x,y)hf =x→argmax
y∈Y

f(x,y)。

对于X ×Y 上的任意分布D ,定义假设函数h 的经

验误差为errD E(x,y)~DL(h(x),y)。本文的研究

目标是采用源域的有标签噪声样本和目标域的无标

签样本习得一个决策函数f,使得其在目标域上的经

验误差最小。图1展示了标签噪声DA学习过程。

  RoDAC利用干净实例的smallloss[21]基于元网

络自适应地区分干净和噪声实例,同时,基于数据的

聚簇特性,利用原型分类器对检测出的噪声实例进行

自适应校正,并重新投入域适应学习中。RoDAC的

网络结构如图2所示。其中,F为特征提取器,G为

多层感知分类器,源域和目标域共享F和G。M 为

基于元网络的自适应噪声检测器,用于自适应地检测

噪声实例。P为原型分类器,用于自适应地校正噪声

实例。通 过 局 部 最 大 均 值 差 异(Local
 

Maximum
 

Mean
 

Discrepancy,LMMD)[22]计算源域与目标域间

的条件分布差异,并缩小域间的分布距离,实现源域

知识迁移。
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图1 标签噪声DA学习过程

Fig.1 Label
 

noise
 

DA
 

learning
 

process

图2 RoDAC网络结构图

Fig.2 Network
 

structure
 

diagram
 

of
 

RoDAC

1.2 自适应噪声标签检测

  由于源域存在噪声标签,源域学习可能会错误地

拟合噪声实例,并将错误知识迁移至目标域。鉴于

此,RoDAC通过基于元网络的自适应噪声标签检测

器来识别噪声实例。首先,利用元网络自适应地对源

域实例进行加权,权值大小用来描述其属于干净样本

的可能性,从而降低噪声标签对分类学习的影响。接

着,基于阈值法将源域数据集划分为干净实例集

Xs
clean 和噪声实例集 Xs

noise,并在 ANLC中校正噪声

标签,用于提升域间对齐和源域迁移知识。

1.2.1 实例损失加权

  若仅考虑源域上的监督分类任务,分类学习损失

可表示为

  
 

min
f

1
ns
∑

ns
i=1J(f(x

s
i;θ),ys

i), (1)

式中,J 是交叉熵损失函数,f 是由θ 参数化的假设

函数。为减少噪声标签对分类学习的影响,RoDAC
自适应地对源域样本加权,即基于损失对样本重采

样,获得加权的源域分类损失Lwce 描述如下:

  min
f

1
ns
∑

ns
i=1w(x

s
i,α)J(f(xs

i;θ),ys
i),

 

(2)
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式中,w 是由α∈Bd 参数化的权重函数,将实例映射

至实例权重。

  RoDAC的学习目标之一是找到一个由α参数化

的权重函数w,使高置信度的噪声实例获得较低的

权重,以减少其对分类学习的影响。从θ优化的角度

来看,w(xs
i,α)为超参数,因此使用源域中一小组正

确标记的验证集Xs
vali={(xvali

i ,yvali
i )}Vi=1 用于超参数

优化,其中V 为验证集样本个数。w(xs
i,α)的优化依

赖于其在该验证集上的学习性能,即

  α̂=
 

argmin
α∈Bd ∑

V

i=1J
vali
i (f(xvali

i ,̂θ(α),yvali
i )),

 

(3)
式中,Jvali

i 是在验证集实例上的交叉熵损失。

  θ和α的求解是一个双线性问题。在域适应学

习中,θ的更新包括两部分:源域分类损失和域分布

对齐损失。

1.2.2 源域数据划分

  基于实例损失的元网络输出,可反映源域噪声实

例的置信度。基于阈值法,可将噪声实例从干净实例

中分离出来,对其自适应地校正并重新投入域适应学

习中。设立权重函数 w 的阈值thres,若 w(xs
i)>

thres,将xs
i 标记为干净实例;反之,标记为噪声实

例,即

  xs
i ∈

Xs
clean,若w(xs

i)>thres

Xs
noise,否则 , (4)

式中,Xs
clean和Xs

noise分别表示划分后的干净和噪声源

数据集。

1.3 自适应噪声标签校正

  在ANLD中,RoDAC利用实例加权来减少噪声

实例对分类学习的影响,同时将源域数据集划分为干

净和噪声实例集。在 ANLC中,对噪声实例集进行

标签校正并重新投入域适应学习,而非简单丢弃,以
充分利用源域知识。

  通过可视化研究发现,即使将干净实例和噪声实

例一同训练,干净实例仍会聚簇在所属类别原型的周

围。因此,RoDAC选择原型分类器[22]代替传统的多

层感知器进行噪声校正,即使用干净实例集中的样本

计算原型中心,并基于该原型中心校正噪声实例集中

的样本。

  对于每个源域噪声实例xs
i,利用原型分类器校

正其类别标签ŷs
i,其中隶属于类别c的概率预测计算

如下:

  ŷs
i,c =

e
Φ1(x

s
i,μ

s
c)

∑
K

j=1e
Φ1(x

s
i,μ

s
j
)
, (5)

式中,K 为类别总数,Φ1(xs
i,μs

c)用于衡量源域实例

与某个特定类原型间的相似性,μs
c 是源域中类别c

的原型中心,通过干净实例集中样本计算获得。

  接下来,对标签校正后的数据进行域间条件分布

对齐。对于干净源实例,直接使用真实类标签;而对

于噪声源实例,则使用原型分类器的预测结果作为其

软标签,即

  ys
i=

ys
i,xs

i ∈Xs
clean

ŷs
i,xs

i ∈Xs
noise 。 (6)

  RoDAC将校正后的源域实例重新投入域适应

学习并采用LMMD度量[23]进行条件分布对齐,LM-
MD可刻画如下:

  Lalign=
1
K∑

K

k=1‖∑xsi∈Xsz
s
i,kΦ2(xs

i)-

∑xtj∈Xtz
t
j,kΦ2(xt

j)‖2, (7)

式中,Φ2 是从特征空间到再生核希尔伯特空间的映

射,与原型网络的度量函数相区分。zsi,k 和ztj,k 分别

表示源域和目标域实例在条件域适应中对k 类的贡

献权重,其通用的计算方式如下:

  zi,k =
yi,k

∑(xj
,yj
)∈D
yj,k

, (8)

式中,yi,k 表示基于校正后源域实例的类标签ys
i ,或

目标域实例的预测伪标签yt
i ,实例xi 属于第k类的

概率。

1.4 总体学习目标和优化

  上述内容已详细阐明了RoDAC中的噪声标签

检测和噪声标签校正过程,RoDAC的总目标函数刻

画如下:

  α̂=
 

argmin
α∈Bd ∑

V

i=1J
vali
i f(xvali

i ,̂θ(α),yvali
i ))

θ̂=
 

argmin
θ∈Θ

Lwce
 +

 

Lalign。 (9)

  此类双线性问题的求解需要两层嵌套的优化循

环,在几何上降低了求解效率。为进一步加速优化,
借鉴 MetaWeightNet[24]和DS3L[25]的在线学习策

略,分别通过单个优化循环更新θ和α。为进一步阐

述优化过程,将内循环的更新标记为Linner(θ,α),外
循环α的更新标记为Louter(θ)。给定权重函数w 的

参数αt,θt+1 的更新由以下梯度等式得到:

  θt+1=θt-ηθ θLinner(θt,αt), (10)
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得到参数θt+1(̂θ的近似值)后,通过以下方式更新外

部目标函数的参数α:

  αt+1=αt-ηα αLouter(θt+1)。 (11)

  具体学习框架如算法1所示:
算法1 RoDAC的学习框架

输入:噪声标签源域数据 (Xs,Ys)={(xs
i,ys

i)}
ns
i=1,

无标签目标域数据 Xt={(xt
i)}

nt
i=1,迭代次数T,域

值thres;
输出:权重函数参数α和模型参数θ;

①从含噪声标签的源域采样n个实例{(xs
i,ys

i)}ni=1;

②从目标域采样m 个实例 {(xt
i,yt

i)}mi=1;

③从源域验证集采样v 个实例 {(xvali
i ,yvali

i )}vi=1;

④基于权重函数 w(xs
i,α),通过阈值法划分源域

数据;

⑤由公式(2)和(7)分别计算加权监督损失Lwce 和

Lalign;

⑥计算内循环损失Linner(θ,α);

⑦更新参数θt+1 ←θt-ηθ
θLinner(θt,αt);

⑧由公式(3)计算外循环损失Louter(θ);

⑨更新参数αt+1 ←αt-ηα αLouter(θt+1);

⑩end
 

for

2 结果与分析

  在本节中,分别在图像识别和数字分类任务上将

RoDAC方法与SOTA 域适应学习方法进行性能

比较。

2.1 实验设置

  数据集:Office31是无监督域适应的基准数据

集,用于图像识别任务,包含3个域,共计31个类别,

4
 

110 张 图 像。其 中 Amazon
 

(A)是 从 https://

www.amazon.com 下载的图像,Webcam
 

(W)和

DSLR
 

(D)分别包含由不同摄影设置的网络相机和

数码单反相机拍摄的图像。

  Digits用于数字分类任务,其中usps和 mnist

都是灰色手写数字数据集,包括0-9类10个类别。

usps包含7
 

291张训练图像和2
 

007张测试图像,大
小为 16×16。mnist包 含 60

 

000 张 训 练 图 像 和

10
 

000张测试图像,大小为28×28。svhn是彩色手

写数字数据集,包含4
 

578张训练图像和1
 

627张测

试图像,大小为32×32。

  实验设置:为模拟噪声标签的域适应场景,手动

创建噪声标签数据集。遵循无监督域适应(Unsu-
pervised

 

Domain
 

Adaptation,UDA)的实验设置,训
练中仅包含噪声标签的源域数据和无标签的目标域

数据。所有对比方法都在pytorch深度学习框架中

复现。为了公平比较,所有方法都设置相同的超参

数、预处理和特征提取网络,然后对每个学习任务详

细说明实验设置。

  对于图像识别任务,将所有图像缩放至256×
256,同时通过随机裁剪进行数据增强,最终将图片尺

寸统一为224×224。使用resnet50作为特征提取

器,256输出单元的瓶颈层和31类分类器层作为多

层感知分类器。

  对于手写数字分类任务,所有图像被缩放为相同

尺寸的三通道图片,并归一化每张图像的像素。使用

AlexNet[27]作为特征提取器,分类器包括一个2
 

048
输出单元的瓶颈层和一个10类输出的分类器层,元
网络是隐藏层(仅含100个节点)的 MLP网络。所

有参数使用随机梯度下降(SGD)更新,并使用相同的

动态学习率lr=0.001×1/(1+10×
epoches-1
iteration

)0.75

和动量值0.9。
 

2.2 实验结果

  在源域标签噪声率为40%的场景中,将本文方

法与经典无噪声的UDA方法进行对比,在Office31
和Digits数据集上的实验结果如表1、表2所示。结

果表明,RoDAC在源域存在噪声标签的场景中有着

明显的性能提升,验证了其有效性。

表1 Office31数据集上40%噪声比的准确率(%)

Table
 

1 Accuracy
 

of
 

40%
 

noise
 

ratio
 

on
 

Office31
 

dataset
 

(%)

方法
Method A→W W→A A→D D→A D→W W→D AVG

ResNet[26] 47.2 33.0 47.1 31.0 68.0 58.8 47.5
DAN[2] 63.2 39.0 58.0 36.7 71.6 61.6 55.0
DANN[5] 61.2 46.2 57.4 42.4 74.5 62.0 57.3
ADDA[6] 61.5 49.2 61.2 45.5 74.7 65.1 59.5
RoDAC 71.8 60.7 67.3 55.0 81.8 73.8 68.4
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表2 Digits数据集上40%噪声比的准确率(%)

Table
 

2 Accuracy
 

of
 

40%
 

noise
 

ratio
 

on
 

Digits
 

dataset
 

(%)

方法
Method mnist→usps usps→mnist svhn→mnist

AlexNet[27] 48.53 22.00 24.26

DAN[2] 60.78 45.62 53.87

DANN[5] 58.56 43.38 49.64

ADDA[6] 58.80 45.79 50.70

RoDAC 71.58 50.44 57.87

  RoDAC包括两个学习阶段,分别为噪声标签检

测LNLD 和噪声标签校正LNLC。 为进一步验证方法

的有效性,在40%噪声比的Digits数据集上进行消

融实验,实验结果如表3所示。通过自适应噪声检测

器检测噪声实例,减少其对分类和域适应学习的负面

影响,可有效提升目标域的学习性能;与此同时,采用

自适应噪声标签校正器对噪声标签进行校正,从而将

噪声实例重新投入训练而并非直接丢弃,可充分利用

源域知识,进一步提升学习性能。
表3 RoDAC的消融实验

Table
 

3 Ablation
 

experiment
 

of
 

RoDAC

方法
Method mnist→usps usps→mnist svhn→mnist

Lwce 48.53 22.00 24.26

Lwce+LNLD 69.89 50.01 55.93

Lwce+LNLD +
LNLC

71.58 50.44 57.87

  在Digits数据集分类任务上对3种不同噪声比

下的基准方法和RoDAC方法的性能进行比较,结果

见图3。在域适应学习中,目标域学习精度受噪声比

图3 不同噪声比下的性能比较

Fig.3 Performance
 

comparison
 

under
 

different
 

noise
 

ratios

的影响很大,随着噪声比的增大,性能锐降。RoDAC
的学习性能也随着噪声比的增加而下降,但相较于基

准方法下降程度较为平缓,特别是在噪声比为60%
时,RoDAC的学习性能优于噪声比为40%时基准方

法的学习性能,进一步验证了RoDAC的有效性。

3 结论

  为解决源域数据中噪声标签的域适应问题,本文

提出两阶段的鲁棒学习策略RoDAC,包含自适应噪

声标签检测和自适应噪声标签校正。首先,采用基于

元网络的自适应噪声检测器识别噪声源实例,以缓和

其对训练过程的影响;其次,采用基于原型分类器的

自适应噪声标签校正方法,对检测出的噪声实例进行

自适应校正,并重新投入学习。实验结果表明,与经

典的UDA方法相比,在源域数据存在噪声标签的域

适应场景中,RoDAC的学习性能有显著提升。
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Abstract:Domain
 

Adaptation
 

(DA)
 

learning
 

aims
 

to
 

use
 

lablerich
 

source
 

domains
 

to
 

help
 

the
 

learning
 

of
 

labelscarce
 

target
 

domain.The
 

DA
 

method
 

usually
 

assumes
 

that
 

the
 

source
 

domain
 

data
 

has
 

been
 

correctly
 

labeled.However,in
 

reality,it
 

is
 

usually
 

difficult
 

to
 

collect
 

a
 

large
 

number
 

of
 

source
 

instances
 

with
 

clean
 

la-
bels.Noise

 

DA
 

learning
 

with
 

noise
 

source
 

labels
 

may
 

reduce
 

the
 

target
 

learning
 

performance.Therefore,this
 

article
 

proposes
 

a
 

Robust
 

DA
 

Method
 

through
 

Adaptive
 

Noise
 

Correction
 

(RoDAC).RoDAC
 

consists
 

of
 

two
 

learning
 

stages,Adaptive
 

Noise
 

Label
 

Detection
 

(ANLD)
 

and
 

Adaptive
 

Noise
 

Label
 

Correction
 

(ANLC).In
 

ANLD,an
 

adaptive
 

noise
 

detector
 

is
 

used
 

to
 

identify
 

the
 

source
 

instance
 

with
 

noise
 

labels,and
 

the
 

noise
 

labels
 

are
 

further
 

adaptively
 

corrected
 

in
 

ANLC
 

and
 

reinvested
 

in
 

domain
 

adaptation
 

learning.Compared
 

with
 

the
 

benchmark
 

data
 

set,the
 

results
 

show
 

that
 

the
 

RoDAC
 

method
 

achieves
 

significant
 

performance
 

improvement
 

in
 

the
 

domain
 

adaptation
 

scenario
 

where
 

the
 

source
 

domain
 

label
 

has
 

noise.This
 

learning
 

strategy
 

can
 

be
 

inte-
grated

 

into
 

many
 

existing
 

DA
 

methods
 

to
 

improve
 

its
 

learning
 

performance
 

in
 

noisy
 

label
 

scenarios.
Key

 

words:domain
 

adaptation;noise
 

label
 

detection;noise
 

label
 

correction;robustness;meta
 

network
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