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♦自然语言理解♦

基于机器阅读理解的中文司法实体识别优化策略研究*

余俊晖1,2,陈艳平1,2**,秦永彬1,2,黄 辉1,2

(1.公共大数据国家重点实验室,贵州贵阳 550025;2.贵州大学计算机科学与技术学院,贵州贵阳 550025)

摘要:针对中文司法领域信息抽取数据集中实体专业性较强、现有机器阅读理解(MRC)模型无法通过构建问

句提供充足的标签语义且在噪声样本上表现不佳等问题,本研究提出了一种联合优化策略。首先,通过聚合在

司法语料中多次出现的实体构建司法领域词典,将专业性较强的实体知识注入RoBERTa􀆼wwm预训练语言模

型进行预训练。然后,通过基于自注意力机制来区分每个字对不同标签词的重要性,从而将实体标签语义融合

到句子表示中。最后,在微调阶段采用对抗训练算法对模型进行优化,增强模型的鲁棒性和泛化能力。在

2021年中国法律智能评测(CAIL2021)司法信息抽取数据集上的实验结果表明:相较于基线模型,本研究方法

F1值提高了2.79%,并且模型在CAIL2021司法信息抽取赛道中获得了全国三等奖的成绩,验证了联合优化

策略的有效性。
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  在大数据时代,各大法律案件公开网站每天都会

发布大量的法律文本。这些文本通常为非结构化文

本,不仅专业性较强而且篇幅也较长。从这些文本中

提取关键信息对实现“智慧司法”建设具有现实意义,
其结果将辅助司法办案人员快速阅卷并厘清案件信

息,同时也是知识图谱构建、相似案例推荐、自动量刑

建议等一系列任务的重要基础。

  实体识别是自然语言处理中的一类基础任务,是
从非结构化或半结构化文本提取出用户指定类型的

实体,并输出为结构化的信息。在法律文本中主要体

现为对案件关键信息如嫌疑人、涉案物品、犯罪事实

等的精确抽取。早期常用的方法是基于规则的方

法[1],但基于规则的方法存在泛化能力差的缺点。有

研究报 道 使 用 语 法 解 析 树 的 方 法 来 提 高 抽 取 效
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率[2􀆼4],然而从语法解析的角度进行嵌套命名实体识

别很大程度上依赖于标记语料库。在中文语言中,句
子的分块或者分词相对较困难,因为此类语言既没有

已经切分的句子序列,其词汇也没有明显的边界标

记,这使得语法解析方法无法取得较好的性能。

  近年来,随着深度学习的发展,自然语言处理相

关任务取得了优异的性能。Seo等[5]改进了注意力

机制,通过使用双向注意力流机制获得问句感知的上

下文表征,从而得到更深层次的上下文语义信息,实
现了机器阅读理解模型对答案片段的抽取。Li等[6]

针对命名实体识别任务,设计了一个统一的阅读理解

框架,能够同时识别出文本中的非嵌套实体及嵌套实

体,成为目前有效的实体识别手段之一。然而由于中

文司法领域数据的专业性,司法信息抽取领域仍然存

在以下问题需要解决。

  (a)缺乏知识的预训练。自从Google于2018年

提出BERT[7]预训练语言模型,自然语言处理的各项

任务取得了巨大的突破,预训练􀆼微调范式成为自然

语言处理任务最常用的手段。在此基础上,Cui等[8]

提出了中文任务的 RoBERTa􀆼wwm 预训练语言模

型,采用分词技术构造全词遮蔽任务进行预训练,有
效提升了中文任务的性能。该系列模型通过大规模

语料预训练学习通用知识,然而司法数据领域性较

强,通用领域预训练语言模型(PLM)缺乏专业的司

法词法结构信息,尤其是专业性强的实体,通用领域

预训练语言模型在识别时准确性较差。

  (b)缺乏充足的标签语义信息。Yang等[9]研究

发现现有机器阅读理解模型并不能通过构建问句获

得充足的标签语义,提出将标签语义通过语义融合模

块增强问句表示的方法。该方法将标签语义注入问

句描述中并取得了有效的性能,然而这种方式并没有

很好地区分句子中每个字对不同标签的重要性。

  (c)存在噪声数据,导致泛化性差。当处理司法

数据时,模型往往会因为字符的缺失或者写错而出现

理解偏差,抽取出错误的实体。如给定“赵××于

2012年3月15日撬开刘×家进行盗窃2012年3月

18日,赵××在菜市场被公安逮捕”段落,提问“找出

所有的案发时间?”原有模型会因为段落中“2012年3
月18日”之前缺失一个逗号而导致语义理解错误,从
而将被捕时间抽取成作案时间。因此,需要改善模型

应对噪声数据的能力,提升模型的鲁棒性和泛化性。

  针对以上问题,本研究基于RoBERTa􀆼wwm预

训练语言模型,使用实体知识注入预训练模型、标签

语义感知和对抗训练3种方法进行联合优化。其中

实体知识注入预训练模型通过聚合在司法语料中多

次出现的实体构建司法领域词典,将专业性较强的实

体知识注入RoBERTa􀆼wwm预训练语言模型中进行

预训练,这种预训练方式能够将司法标签语义注入模

型中,有效地学习司法领域的相关知识。标签语义感

知通过自注意力机制区分句子中不同字对不同标签

的重要性,将实体标签信息融合到句子中。最后,对
抗训练阶段借助快速梯度算法(Fast

 

Gradient
 

Meth-
od,FGM)

 [10]提升模型的鲁棒性和泛化能力。

1 策略构建

1.1 基于机器阅读理解的司法信息抽取模型构建

  机器阅读理解模型给出的一个问句Query,通过

自注意力机制从文本中提取答案实体所在的开始位

置和结束位置,图1即为基于机器阅读理解的司法信

息抽取模型。

图1 基于RoBERTa􀆼wwm的机器阅读理解模型

  Fig.1 Machine
 

reading
 

comprehension
 

model
 

based
 

on
 

RoBERTa􀆼wwm

1.1.1 模型主干

  给出问句 Query= {q1,q2,…,qn}及长度为n
的序列X ={x1,x2,…,xn},目标从X 中提取实体

的xstart,end及其标签y。将X 与Query组合起来作为

RoBERTa􀆼wwm 预训练语言模型的输入序列 S:
{[CLS],q1,q2,…,qn,[SEP],x1,x2,…,xn},其中

[CLS]用于标识整个输入的语义,[SEP]用于分割问

句和句子的字符输入。经过公式(1)输出一个上下文

句子表示ES,

  ES=RoBERTa􀆼wwm(S), (1)

其中,ES ∈  n×dRoBERTa􀆼wwm,dRoBERTa􀆼wwm 表示RoBER-
Ta􀆼wwm最后一层的维度。
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1.1.2 跨度选择

  对上下文矩阵ES 分别使用两个二分类器,预测

某个下标是否为start或end的概率,具体操作如公

式(2)、公式(3)所示:

  Pstart=softmax(ES·Tstart)∈  n×2, (2)

  Pend=softmax(ES·Tend)∈  n×2, (3)
其中,Pstart表示预测下标为start的概率,Pend 表示

预测下标为end的概率,Tstart和Tend 为学习参数。

  然而在上下文X 中可能有多个同类实体,即有

多个start和end,存在重叠的情况。通过就近原则

匹配start和end显然是不合理的,因此,采用公式

(4)、公式(5)解决多个同类实体重叠问题:

  I
︿

start={i|argmax(P(i)
start)=1,i=1,…,n},

(4)

  I
︿

end={i|argmax(P(i)
end)=1,i=1,…,n},(5)

其中,P(i)
start的每一行表示在给定查询的情况下,每个

索引作为实体起始位置的概率分布,P(i)
end 的每一行

表示在给定查询的情况下,每个索引作为实体结束位

置的概率分布。为解决重叠start与end匹配问题,
使用argmax函数作用于输出概率矩阵每行的Pstart

和Pend,从而获得最大概率的实体开始位置和结束

位置的组合。

1.1.3 模型训练

  训练时,X 会与两组标签序列Ystart和Yend配对,

Ystart 和 Yend 的 长 度 均 为 n,分 别 表 示 每 个 令 牌

(token)xi 是任何实体起始位置或结束位置的真实

标签。因此,针对起始位置和结束位置的预测,损失

表示为

  lstrat=CE(Pstart,Ystart),
 

(6)

  lend=CE(Pend,Yend)。 (7)
则整个跨度(span)的损失表示为

  lspan=CE(Pstart,end,Ystart,end), (8)
整体的训练目标为最小化公式(9):

  l=αlstrat+βlend+γlspan, (9)
其中CE表示交叉熵损失函数(CrossEntropy

 

loss),

α,β,γ∈ [0,1]是超参数,用于控制训练时总体的损

失,这3种损失以端到端的方式联合进行训练,并在

RoBERTa􀆼wwm 预训练语言模型中共享嵌入(em-
bedding)层参数。

1.2 标签语义感知向量化表示机制

1.2.1 编码器

  标签向量化表示:给定一个实体标签类型ei 和

实体类型集E 中的n 个标记,利用RoBERTa􀆼wwm
将实体标签编码为向量化表示hei

。 向量化表示hei

如下所示:

  Hei =RoBERTa􀆼wwm(ei), (10)

  hei =sum(Hei
), (11)

其中 Hei ∈  n×dRoBERTa􀆼wwm 是E 中n 个标记的向量化

表示,hei ∈  1×dRoBERTa􀆼wwm 是来自E 中第i个标签类

型向量化表示,然后将每个处理过的向量化表示hei

连接起来得到标签向量化表示HE,

  HE =concat(he1
,he2
,…,he|E|

), (12)

其中he|E|∈  |E|×dRoBERTa􀆼wwm,将用于标签语义感知

模块。

1.2.2 解码器

  利用公式(1)获得句子表示ES 之后,进一步使

用标签语义感知模块将标签语义信息融合到句子表

示中。

  在标签感知模块(图1中Label
 

aware的展开

图)中,可以利用标签信息来丰富给定句子中每个to-
ken的信息,这将有助于实体抽取。该模块利用自注

意力机制[11]计算标签感知注意力权重 Attlabel,该权

重表示给定句子中每个token嵌入与标签嵌入之间

的相关性,然后得到 HEA。

  Q=WQES, (13)

  K =WkHS,
 

(14)

  Attlabel=softmax(
QKT

dk

), (15)

  HEA =Attlabel HE,
 

(16)
其中Q、K 均为权重矩阵,由ES 经线性变换计算得

到,Attlabel ∈Rm×|E|,HEA ∈  m×dRoRERTa􀆼wwm,dk =

dRoBERTa􀆼wwm/N,WQ,Wk ∈  dRoBERTa􀆼wwm×dk 是可训练参

数,N 表示RoBERTa􀆼wwm中Transformer模块的

个数。

  然后,合并ES、HEA 得到Hs_k:

  (Hs_k)T=concat((HS)T,(HEA)T), (17)

其中,Hs_k ∈  m×2dRoBERTa􀆼wwm 将用于 MRC模型并进

行实体的抽取。

1.3 基于对抗训练的模型鲁棒性优化

  本研究使用FGM 对模型进行对抗训练。对抗

训练的本质是挑选一个能使得模型产生更大损失的

扰动量作为攻击,然后将最大的扰动量添加到输入样

本,朝着最小化含有扰动的损失方向更新参数[12]。
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对抗训练算法之间的差别在于如何计算扰动值。在

FGM算法中,根据embedding当前的梯度计算扰动

值,即

  γadv=ε皝xL(x,y;θ
︿
)/‖皝xL(x,y;θ

︿
)‖2,(18)

其中,γ为当前输入扰动;ε为设置参数,本研究设为

1.0;皝x 为对x 求取梯度,x 为模型输入;L(x,y;θ
︿
)

为样本对应的损失,y 为对应标签,θ
︿
为当前模型

参数。

  在每一次训练中,得到最大扰动γadv 的过程类似

于添加L2 正则化[13]。将得到的扰动注入词嵌入层

的参数中,注入扰动后使用原有样本和标签计算扰动

损失,与原有的真实损失一同对模型参数进行优化。

1.4 基于实体知识注入的预训练语言模型

  研究表明,预训练语言模型(PLM)可以通过大

规模语料库进行自监督预训练来获取知识[14􀆼16],然后

将所学知识编码到其模型参数中。然而,由于司法词

汇专业性较强,现有PLM 模型对于那些专业性较强

的实体知识难以识别。为了使预训练任务更贴近下

游任务且融合更多的中文语义信息,本研究使用Ro-
BERTa􀆼wwm预训练语言模型结合司法领域词典进

行领域预训练。首先,爬取网上公开的、与本次任务

相同的盗窃起诉书1万篇,经过正则清洗手段构建与

2021年中国法律智能评测(CAIL2021)数据相同结

构的司法案件语料。然后,聚合在司法语料中多次出

现的实体并构建司法领域词典。最后,使用词典辅助

RoBERTa􀆼wwm 预 训 练 语 言 模 型 进 行 全 词 遮 蔽

(MASK),MASK样例如表1所示。在该策略中,将
实体当成一个统一的单元,相较于BERT基于字的

MASK,这个单元中的所有实体在训练时统一被

MASK,以此向模型注入实体的语义信息。模型可以

学习到潜在的知识依赖以及更长的语义依赖来让其

更具有泛化性。

表1 MASK样例

Table
 

1 MASK
 

sample

说明Explanation 样例Example

Original
 

text 嫌疑人使用钢管撬开窗户盗窃

Word
 

segmentation
 

text 嫌疑人
 

使用
 

钢管
 

撬开
 

窗户
 

盗窃

Whole
 

word
 

MASK 嫌疑人使用[MASK][MASK]撬开窗
户盗窃

2 实验设置

2.1 数据集

  本实验主要建立在CAIL2021司法信息抽取赛

道发布的数据集上,该赛事开源了一阶段和二阶段两

个数据集,本研究将其合并。实验数据主要来源于网

络公开的若干罪名起诉意见书,包括犯罪嫌疑人、受
害人、作案工具、被盗物品、被盗货币、物品价值、盗窃

获利、时间、地点和组织机构等10类相关业务实体。
考虑到多类罪名案件交叉的复杂性,该数据集仅涉及

盗窃罪名相关信息的抽取。将数据集划分为训练集、
验证 集 和 测 试 集,三 者 间 的 比 例 为 8∶1∶1。

CAIL2021数据集分布如表2所示。

表2 CAIL2021数据集实体数量分布

Table
 

2 CAIL2021
 

dataset
 

entity
 

quantity
 

distribution

实体类别(含义)
Entity

 

category
(meaning)

数据集Dataset

训练集
Training

 

set
验证集

Validation
 

set
测试集
Test

 

set

NHCS
 

(Criminal
 

suspect) 7
 

569 907 922

NHVI
 

(Victim) 3
 

564 414 429

NCSM
 

(Stolen
 

currency) 1
 

069 139 125

NCGV
 

(Value
 

of
 

goods) 2
 

421 287 329

NCSP
 

(Stealing
 

profit) 555 54 58

NASI
 

(Stolen
 

items) 6
 

647 830 859

NATS
 

(Criminal
 

tools) 804 81 144

NT
 

(Time) 3
 

195 371 425

NS
 

(Place) 4
 

068 478 551

NO
 

(Organization) 932 97 123

2.2 问句构建

  MRC模型性能依赖于问句的构建质量。针对这

个特点,深入研究CAIL2021司法信息抽取赛道的数

据集,并参考司法案件分析相关文献,通过聚合与类

别标签属性相关的案件要素,有针对性地对有关标签

构建司法知识问句,如表3所示。
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表3 司法知识问句构建

Table
 

3 Construction
 

of
 

judicial
  

knowledge
 

questions

实体类别Entity
 

category 问句构建Question
 

construction

Criminal
 

suspect Find
 

out
 

all
 

criminal
 

suspect

Victim Find
 

all
 

the
 

victims

Stolen
 

currency Find
 

out
 

all
 

stolen
 

currencies,such
 

as
 

cash,RMB,Vietnamese
 

dong,money,Hong
 

Kong
 

dollars,coins,etc

Value
 

of
 

goods Find
 

out
 

the
 

value
 

of
 

all
 

items,such
 

as
 

yuan,etc

Stealing
 

profit Find
 

out
 

all
 

the
 

stolen
 

profits,such
 

as
 

yuan,etc

Stolen
 

items Find
 

out
 

all
 

stolen
 

items,such
 

as
 

electric
 

cars,mobile
 

phones,cars,motorcycles,etc

Criminal
 

tools Find
 

out
 

all
 

the
 

crime
 

tools,such
 

as
 

steel
 

pipes,knives,etc

Time Find
 

out
 

all
 

the
 

time
 

of
 

the
 

crime,including
 

calendar
 

time
 

(year,month,day,etc.)
 

and
 

non
 

calendar
 

time
 

(morning,afternoon,evening,morning,etc.)

Place
Find

 

out
 

all
 

locations,such
 

as
 

administrative
 

district
 

name,street
 

name,community
 

name,building
 

number,
floor

 

number,landmark
 

address
 

or
 

natural
 

landscape.In
 

addition,include
 

location
 

indications,such
 

as
 

"in
 

front
 

of
 

the
 

house"
 

or
 

"behind
 

the
 

building"

Organization Find
 

out
 

all
 

organizations,including
 

companies,government
 

parties,schools,governments,news
 

organiza-
tions,etc

2.3 评价指标

  采用信息抽取领域常用的精确率(Precision,

P)、召回率(Recall,R)及F1得分作为评价指标,计
算如下:

  P=
识别正确的命名实体个数
识别出的命名实体个数 ×100%, (19)

  R=
识别正确的命名实体个数

样本中的所有命名实体个数 ×100%,

(20)

  F1=
2×P×R
P+R ×100%。 (21)

2.4 参数设置

  本研究模型是基于RoBERTa􀆼wwm预训练语言

模型的 MRC模型,输入RoBERTa􀆼wwm 预训练语

言模型的最大句子长度为512,学习率设置为2e-5,

优化器采用 AdamW,权重衰减系数设置为0.01,

Dropout设置为0.01,单批次大小设置为32,所有实

验都在一张40
 

G 的 DGX􀆼A100显卡上迭代训练

15轮。

3 实验结果与分析

3.1 实体知识注入预训练模型对模型的影响

  表4对比了有无实体知识注入进行预训练对模

型性能的影响结果。从表4中可以看出,在司法领域

预训练时注入实体知识信息,相较于原始模型的F1
得分提高了1.57%,同时也证明了将预训练任务迁

移到司法领域上继续预训练可以进一步提升模型的

效果。

表4 实体知识注入预训练模型对模型的影响

Table
 

4 Effect
 

of
 

entity
 

knowledge
 

injection
 

pre􀆼training
 

model
 

on
 

model

模型
Model

数据集
Dataset

精确率(%)
Precision

 

(%)
召回率(%)
Recall

 

(%)
F1得分(%)
F1􀆼score

 

(%)

RoBERTa􀆼wwm
 

(No
 

entity
 

knowledge
 

injection)
Validation

 

set 93.22 94.01 93.61

Test
 

set 93.34 93.92 93.63

RoBERTa􀆼wwm
 

(Entity
 

knowledge
 

in-
jection)

Validation
 

set 94.57 95.63 95.10

Test
 

set 94.76 95.65 95.20

3.2 标签语义嵌入对模型性能的影响

  通过自注意力机制计算原始文本与标签语义之

间的相关性,将标签语义嵌入模型中来获取充足的标

签语义信息,表5在使用3.1节预训练的编码器Ro-

BERTa􀆼wwm+pretrain基础上对比了有无标签语义

嵌入对模型性能的影响。由于RoBERTa􀆼wwm预训

练语言模型具备丰富的语义知识,表5的F1值虽然

有所提升但是提升不明显。因此,为进一步验证有无
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标签语义嵌入对模型性能的影响,使用 Word2Vec和

Bi􀆼LSTM替换掉RoBERTa􀆼wwm预训练语言模型,
并进行相关显著性实验(表6)。本研究提出的标签

语义嵌入机制通过自注意力机制区分不同实体类别

标签对句子中每个词语的重要性,将标签语义信息融

入句子嵌入中,模型性能得以提升,在验证集和测试

集上F1值分别提高0.23%和0.30%,显著性实验

F1值分别提升5.61%和5.42%,证明为模型添加更

多有效的标签语义能够帮助其进一步提升性能。

表5 标签语义嵌入对模型性能的影响

Table
 

5 Effect
 

of
 

tag
 

semantic
 

embedding
 

on
 

model
 

performance

模型
Model

数据集
Dataset

精确率(%)
Precision

 

(%)
召回率(%)
Recall

 

(%)
F1得分(%)
F1􀆼score

 

(%)

Tagless
 

knowledge
 

embedding
(RoBERTa􀆼wwm

 

+pretrain)
Validation

 

set 94.57 95.63 95.10

Test
 

set 94.76 95.65 95.20

Tagged
 

knowledge
 

embedding
(RoBERTa􀆼wwm

 

+pretrain)
Validation

 

set 94.89 95.78 95.33

Test
 

set 95.13 95.88 95.50

表6 替换预训练编码器后标签语义嵌入对模型性能影响的显著性实验

Table
 

6 Significant
 

experiment
 

on
 

the
 

effect
 

of
 

tag
 

semantic
 

embedding
 

on
 

model
 

performance
 

after
 

replacing
 

the
 

pre􀆼training
 

en-
coder

模型  
Model  

数据集
Dataset

精确率(%)
Precision

 

(%)
召回率(%)
Recall

 

(%)
F1得分(%)
F1􀆼score

 

(%)

Tagless
 

knowledge
 

embedding
(Word2Vec+Bi􀆼LSTM)

Validation
 

set 59.34 61.19 60.25

Test
 

set 58.89 60.96 59.91

Tagged
 

knowledge
 

embedding
(Word2Vec+Bi􀆼LSTM)

Validation
 

set 65.52 66.20 65.86

Test
 

set 64.78 65.88 65.33

3.3 对抗训练对模型的影响

  对抗训练通过对嵌入层矩阵添加扰动来增强模

型在对抗样本下的表现,提升模型整体的鲁棒性和泛

化能力。为验证对抗训练对模型的影响,在3.1节的

预训练权重基础上,对比了训练阶段有无对抗训练的

模型性能。从表7的实验结果可以看出,在3.2节的

实验基础上,验证集和测试集上的F1值分别提高了

0.73%和0.58%。这说明在模型训练阶段增加对抗

训练可以在一定程度上提升模型的性能。如图2所

示,模型在无对抗训练的第7轮和第11轮时性能发

生抖动,在加入对抗训练后,模型训练稳定,这表明加

入对抗训练能提高模型训练的稳定性,增强模型的鲁

棒性和泛化能力。
表7 对抗训练对模型F1值的影响

Table
 

7 Effect
 

of
 

antagonism
 

training
 

on
 

F1
 

value
 

of
 

model

数据集
Dataset

F1得分(%)
 

F1􀆼score
 

(%)

无对抗
No

 

adversarial
有对抗

Adversarial

Validation
 

set 95.10 95.83

Test
 

set 95.20 95.78

图2 对抗训练对训练稳定性的影响

Fig.2 Effect
 

of
 

adversarial
 

training
 

on
 

training
 

stability

3.4 模型对比实验

  为进一步验证联合优化策略的有效性,本研究与

多种机器阅读理解模型及预训练模型进行对比实验。

  ①BiADF[5]:使用双向注意力流机制来获得问句

感知的上下文表示,对上下文和问句之间的复杂交互

关系进行建模。

  ②BERT􀆼MRC[6]:通过构建问句获得实体知识,
以阅读理解的方式对实体进行抽取。

  ③LEAR[9]:BERT􀆼MRC的一种改进模型,将待
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抽取的实体标签描述为查询语句,与原始文本进行拼

接,然后基于BERT对实体进行抽取,通过这种方式

让模型学习实体标签本身的语义信息。

  ④BERT[7]:一种预训练语言模型,使用Trans-
former架构的编码器,用于学习在给定上下文的情

况下词的向量化表示。

  ⑤RoBERTa􀆼wwm[8]:一种使用全词 MASK的

中文预训练语言模型,并且使用了更多的预训练

数据。

  相关性能指标如表8所示。从表8中可以看出

预训练模型的性能远远优于基于BiDAF的机器阅读

理解模型,这说明经过大规模数据预训练后的模型可

以得到很好的语义表示,通过预训练􀆼微调范式可以

有效地提高模型在特定任务上的性能;同时,预训练

阶段注入额外的实体知识能够使得预训练模型与外

部知识进行交互,从而提升 MRC任务的性能。本研

究模型基于RoBERTa􀆼wwm预训练语言模型进行设

计,采用了多任务联合的机制,相比基线模型有较好

的性能表现;进一步使用基于注意力机制的标签知识

嵌入机制,将标签知识融合到句子向量化表示中来提

高模型的性能,最终模型性能整体提升了2.79%。
在实施联合优化策略后,本研究模型在CAIL2021司

法信息抽取赛道的数据集上获得了更好的F1值,表
明了实体知识注入预训练模型、标签知识嵌入及对抗

训练对司法 MRC任务有重要的影响,本研究的优化

方法可以有效改善模型的性能。
表8 模型F1值对比实验结果

Table
 

8 Model
 

F1
 

value
 

comparison
 

test
 

results

模型
Model

验证集(%)
Validation

 

set
 

(%)
测试集(%)
Test

 

set
 

(%)

BiDAF 86.93 86.84

BERT 91.77 91.72

RoBERTa􀆼wwm 92.38 92.43

LEAR 93.39 93.38

BERT􀆼MRC 92.96 92.91

Before
 

model
 

optimization 93.61 93.63

After
 

model
 

optimization 96.47 96.42

4 结论

  本研究针对CAIL2021司法信息抽取赛道的数

据集设计了基于RoBERTa􀆼wwm预训练语言模型的

司法信息抽取机器阅读理解模型,并联合基于实体知

识注入任务预训练、标签知识嵌入机制和对抗训练3
种方法对模型进行优化,本研究模型的F1值比基线

模型提高了2.79%。为探索更多的优化策略,未来

的工作可以从以下3个方面入手:针对司法信息抽取

出来的案件信息构建知识图谱,从而为模型提供更多

的知识;增加更多的数据,引入更多的训练方式,对本

研究模型进行司法领域预训练;探索引入更多的标签

语义提升模型的性能。
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Judicial
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Reading
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YU
 

Junhui1,2,CHEN
 

Yanping1,2**,QIN
 

Yongbin1,2,HUANG
 

Hui1,2
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Data,Guiyang,Guizhou,550025,China;2.College
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Computer
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and
 

Technology,

Guizhou
 

University,Guiyang,Guizhou,550025,China)

Abstract:Aiming
 

at
 

the
 

problems
 

that
 

the
 

entities
 

in
 

the
 

Chinese
 

judicial
 

information
 

extraction
 

dataset
 

are
 

highly
 

professional,the
 

existing
 

Machine
 

Reading
 

Comprehension
 

(MRC)
 

model
 

cannot
 

provide
 

sufficient
 

la-
bel

 

semantics
 

by
 

constructing
 

questions
 

and
 

performs
 

poorly
 

on
 

noise
 

samples,a
 

joint
 

optimization
 

strategy
 

is
 

proposed
 

in
 

this
 

study.Firstly,a
 

judicial
 

domain
 

dictionary
 

is
 

constructed
 

by
 

aggregating
 

entities
 

that
 

appear
 

many
 

times
 

in
 

the
 

judicial
 

corpus,and
 

professional
 

entity
 

knowledge
 

is
 

injected
 

into
 

the
 

RoBERTa􀆼wwm
 

pre􀆼
training

 

language
 

model
 

for
 

pre􀆼training.Then,the
 

entity
 

label
 

semantics
 

are
 

integrated
 

into
 

the
 

sentence
 

rep-
resentation

 

by
 

distinguishing
 

the
 

importance
 

of
 

each
 

word
 

to
 

different
 

label
 

words
 

based
 

on
 

the
 

self􀆼attention
 

mechanism.Finally,in
 

the
 

fine􀆼tuning
 

stage,the
 

adversarial
 

training
 

algorithm
 

is
 

used
 

to
 

optimize
 

the
 

model
 

to
 

enhance
 

the
 

robustness
 

and
 

generalization
 

ability
 

of
 

the
 

model.The
 

experimental
 

results
 

on
 

the
 

2021
 

China
 

Legal
 

Intelligence
 

Evaluation
 

(CAIL2021)
 

judicial
 

information
 

extraction
 

dataset
 

show
 

that
 

compared
 

with
 

the
 

baseline
 

model,the
 

F1
 

value
 

of
 

this
 

research
 

method
 

is
 

increased
 

by
 

2.79%.And
 

the
 

model
 

in
 

the
 

CAIL2021
 

judicial
 

information
 

extraction
 

track
 

won
 

the
 

national
 

third
 

prize,which
 

verified
 

the
 

effectiveness
 

of
 

the
 

joint
 

optimization
 

strategy.
Key

 

words:judicial
 

information
 

extraction;pre􀆼training;self􀆼attention
 

mechanism;label
 

semantics;adversarial
 

training
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