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摘要:针对传统视频异常行为检测模型存在的性能不佳与时间开销较大的问题,从空间和时序维度构造双尺度

串行网络的视频异常行为检测模型(Dual􀆼Scale
 

Serial
 

Network,DSS􀆼Net)。首先,利用深度可分离卷积对

Vgg􀆼16网络进行改进,并利用改进的特征提取器从空间维度提取特征,从而可以通过减少计算参数量来降低

模型的时间开销。接着,在此基础上引入注意力机制,从而强化目标特征的表达能力。最后,利用长短期记忆

(Long
 

Short􀆼Term
 

Memory,LSTM)网络从时序维度提取运动视频每一帧之间的上下文时序关系。在当前主

流的UCSD
 

Ped1和Ped2数据集以及更具挑战性的UCF数据集上进行测试,结果表明,在3个数据集上DSS􀆼
Net的ROC(Receiver

 

Operating
 

Characteristic)线下面积(Area
 

Under
 

Curve,AUC)值分别达到95.30%、

96.80%、80.60%,等错误率(Equal
 

Error
 

Rate,EER)分别达到10.60%、12.60%、18.50%,同时具有更强的

实时性。相比经典的One􀆼class
 

Neural
 

Network
 

(ONN)和Aggregation
 

of
 

Ensembles
 

(AOE)模型,DSS􀆼Net
在Ped1和Ped2数据集上的AUC值分别提升了0.42%和0.94%。此外,DSS􀆼Net也在UMN、ShanghaiTech
和CUHK

 

Avenue等数据集上进行了泛化能力和鲁棒性的测试,结果与当前主流模型相比具有一定的竞

争力。
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  随着安防系统的不断完善,由公共摄像头组成的

庞大监控网络已经在我国形成。基于监控视频进行

异常行为检测已成为计算机视觉中的一个重要研究

领域[1],并在学校、医院、交通、大型商场等实时监控

系统中得到广泛的应用。

  传统的人工异常行为检测包括多个步骤[2],如视
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频采集和异常行为识别与分析。由于检测阶段需要

大量的人力和物力,且当监控人员疏忽时极易造成检

测遗漏等问题。因此,越来越多的研究人员开始关注

异常行为自动检测,并利用不同的计算机视觉方法对

异常行为进行建模、识别、分析以及快速定位。

  传统的异常行为检测方法主要分为动态贝叶斯

网络、概率主题模型、集群模型和稀疏表示法[3,4]。
其中,隐马尔可夫模型及其变体是所有动态贝叶斯网

络中最常用的异常行为检测方法。动态贝叶斯网络

一般将人类行为表示为一组状态向量,并将概率作为

行为模式和测试序列的相似性。此外,期望最大化算

法、最大概率估计和最大后验估计分类器等方法也被

用来检测异常行为。为了降低动态贝叶斯网络的巨

大计算成本,许多工作提出使用概率主题模型进行异

常行为检测,这包括隐含概率语义模型和隐含分析模

型两大类[5]。其中,基于隐含概率语义模型的异常行

为检测方法通过推断隐藏变量的潜在分布来查找异

常特征分布,并将出现概率较低的特征视为异常特

征。此外,聚类模型,包括K􀆼means、Markov
 

Cluster
(MCL)等方法也常被用于异常行为的检测[6],正常

行为通常被聚集成几个聚类,这些聚类分别代表不同

的正常行为模式,而远离这些聚类的行为被视为异常

行为。

  近年来,随着深度学习和视频监控技术的成熟,
结合深度学习技术对监控视频中的异常行为进行识

别与监测成为计算机视觉领域的热点研究课题。其

中,基于深度学习的异常行为检测流程一般包括特征

提取、异常检测和异常定位等步骤。在特征提取阶

段,利用卷积神经网络构造特征提取器,并对视频帧

进行特征提取。与大多数的深度学习异常行为检测

方法相比,本文提出的基于双尺度串行网络的视频异

常行为检测模型(Dual􀆼Scale
 

Serial
 

Network,DSS􀆼
Net)是基于区域分割和区域生成来进行异常行为定

位。此外,受长短期记忆(Long
 

Short􀆼Term
 

Memo-
ry,LSTM)[7]网络对时序特征的处理启发,DSS􀆼Net
结合LSTM网络构造了一个用于捕获行为动态变化

的解码网络,从而将异常行为检测问题转化为时间序

列特征预测问题。在此基础上,DSS􀆼Net还引入了注

意力机制,进一步强化关键特征的表达能力,提高模

型对异常行为的定位。

1 相关工作

  近年来,研究人员对基于监控视频的异常行为检

测进行了大量研究。从特征提取的角度可将现有的

异常行为检测方法划分为基于手工特征的异常行为

检测和基于深度学习的异常行为检测。

  基于手工特征的异常行为检测方法在模型构建

中通常是提取正常行为或异常行为的关键特征[8],虽
然该类方法取得了较好的识别结果,但模型性能主要

依赖于高质量的代表性特征。如Sharma等[9]首先

使用堆叠去噪自动编码器以无监督的方式提取多维

特征表示,然后利用支持向量机(Support
 

Vector
 

Machine,SVM)模型构建分类预测模型,通过计算待

测视频中目标物体的得分,给出异常行为的判定。

Yu等[10]结合外观和动作特征构建了一套基于视频

的异常行为检测模型,该模型借助一组共享权重的孪

生网络,从外观和动作上进行建模,并在编码器和解

码器中引入了特征记忆模块,提高模型对异常行为的

识别度。Ionescu等[11]从实际跟踪数据的像素中学

习速度和轨迹,并使用聚类树对轨迹进行聚类,这些

轨迹被用来预测跟踪对象最可能的路径。Zaheer
等[12]采用相似的粒子来表示物体的关键部位,通过

设定关键部位的特征并根据其变化来捕捉物体的运

动趋势。Li等[13]提出了一个用于视频异常事件检测

的新模型,该模型首先基于预先训练的卷积神经网络

提取深度特征,然后将映射到深度空间的深度特征作

为支持向量机分类器的输入,构造了一种无监督的实

时在线异常行为检测模型,并在实际场景和开源数据

集上进行测试,验证了模型的有效性。

  基于深度学习的异常行为检测方法主要借助神

经网络模型直接从视频关键帧中学习特征映射,根据

特征规则设计网络结构,并利用大规模数据集训练获

得网络模型参数。如武光利等[14]基于全卷积神经网

络提出了一种新的异常行为检测模型,该模型利用

AlexNet提取关键帧的深度特征,将所提取的关键帧

特征作为高斯分类器的输入,实现基于视频的人体异

常行为检测。Zhou等[15]针对搭乘扶梯场景下的实

时监控,构建了一套基于视频监控的乘客异常行为识

别模型。该模型首先使用YOLOv3对视频中的乘客

位置进行识别,然后利用卷积网络对乘客的人体骨架

点进行提取与定位,并根据骨架变化与初始定位之间

的距离给出异常行为发生的概率值。Fan等[16]从空

间和时序维度并行地捕获帧内和帧间的目标异常行

为特征,并提出了一种端到端的半监督异常行为检测

方法,通过计算正常行为特征与异常行为特征之间的

度量对异常行为进行检测和定位。肖利平等[17]提出
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了一种基于深度学习的异常检测框架。该框架首先

通过CoSaMP网络提取特征,然后利用多层LSTM
网络对农田复杂监控网络中正在发生的异常或正常

事件进行分类。

  虽然上述方法在理论和实际应用中都获得了较

好的性能,但是基于手工特征的异常行为检测方法的

性能过度依赖手工提取的分类特征,过多的人工干涉

造成时间成本开销较大,模型泛化性能有限。尽管基

于深度学习的异常行为检测方法可以缓解基于手工

特征的异常行为检测方法的局限性,但是现有的比类

模型大多采用单一的视频帧内视觉特征或帧间上下

文时序特征来设计检测模型,导致无法充分利用信

息,进而影响模型检测的性能。为此,本研究提出了

一种基于双尺度串行网络的视频异常行为检测模型

(DSS􀆼Net),通过串行提取视频帧内空间维度特征和

帧间上下文时序特征,并根据特征比对结果,快速识

别给定视频中的异常行为。

2 异常行为检测模型

2.1 模型结构

  图1给出了DSS􀆼Net的结构。首先,DSS􀆼Net
使用深度可分离卷积(Depth􀆼wise

 

Separable
 

Convo-
lution,DSC)网络[18]对Vgg􀆼16网络[19]进行改进,并
作为视频中帧内特征提取器;接着,利用注意力机制

强化帧内空间特征的表达能力,聚焦目标的强特征;
然后,利用LSTM 网络提取时间序列维度中的帧间

时序特征;最后,根据输出特征与实际特征的距离偏

差大小快速过滤异常特征,并用上采样操作来确定异

常行为的位置。

图1 基于双尺度串行网络的视频异常行为检测模型(DSS􀆼Net)的结构

Fig.1 Structure
 

of
 

the
 

video
 

anomaly
 

detection
 

model
 

based
 

on
 

dual􀆼scale
 

serial
 

network
 

(DSS􀆼Net)

2.2 空间维度的特征提取

  异常行为通常表现为不规则的形状、运动或两者

的组合。由于单帧不涉及物体的运动信息和运动规

律,并且异常行为检测数据集多为2-3
 

s的短视频,
每秒包含20-25帧[2],因此,此处选择20帧的帧序

列组,即每间隔2-3
 

s选取1帧。这既可以保持动

作的连续性,又可以降低模型的计算量。具体地,每
一组帧序列可表示为St=

 

<It-20,It-19,…,It-1 >,
其中,It∈Rw×h 表示视频中的第t帧。然后,利用卷

积神经网络提取视频中每一帧的空间结构特征,强化

异常行为和正常行为特征的区分能力。此处,以

Vgg􀆼16网络作为特征提取器,其结构如图2所示。

  传统的Vgg􀆼16、ResNet等特征提取网络由于结

构复杂,模型参数量较多,导致模型运行时间开销较

大。然而,在线异常行为的监控对于实时性要求较

高,为此,本文采用DSC网络对传统的特征提取网络

Vgg􀆼16进行改进,并将改进后的Vgg􀆼16网络在Im-
ageNet数据集上进行预训练。DSC网络通过将标准

卷积分解为等效的多个深度卷积(Depthwise
 

Convo-
lution,DC)和逐点卷积来降低模型参数数量,在异常

行为识别性能变化可接受的范围内尽可能地减少模

型参数量,以达到降低模型的训练时间开销的目的。

DSC网络结构如图3所示。
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图2 Vgg􀆼16网络结构

Fig.2 Vgg􀆼16
 

network
 

structure

图3 深度可分离卷积网络结构

Fig.3 Network
 

structure
 

of
 

depth􀆼wise
 

separable
 

convolution

  在特征提取阶段,利用图3所示的深度卷积将每

帧It ∈Rw×h 进行卷积操作,将原始帧序列映射到深

度特征空间,生成多张特征图Ft ,并利用 N 个大小

为Ck×Ck 的卷积核将Ft 沿通道方向进行加权组合。

在逐点卷积运算过程中,将Ft 利用k个大小为1×1
的卷积核进行滤波操作。上述过程简化了标准卷积

的计算流程,其中,标准卷积运算过程中的参数量

PVgg􀆼16 计算如公式(1)所示:

  PVgg􀆼16=Ck ×Ck ×M ×N, (1)

式中,Ck 表示卷积核的大小,M 表示通道大小。

  DSC网络在卷积操作中的参数量PDSC计算如公

式(2)所示:

  PDSC=Ck ×Ck ×M +M ×N ×1×1。 (2)

  相比标准卷积运算的参数量PVgg􀆼16,DSC网络的

参数量PDSC 下降了Δ,其计算如公式(3)所示:

  Δ=
PDSC

PVgg􀆼16
=
Ck ×Ck ×M +M ×N ×1×1

Ck ×Ck ×M ×N =

1
N +

1
C2

k

。 (3)

  在深度网络中,当卷积核的个数N 较大时,公式

(3)中Δ 约为1/C2
k 。特别地,常见的卷积核大小为

3×3,此时DSC网络的参数量大约降低为标准卷积

参数量的1/9。

2.3 注意力机制

  特征提取网络中,每一层卷积块通过关注卷积核

大小邻域内的部分来捕获异常行为特征。虽然一些

工作通过加深网络层来增大感受野,但是深层网络不

仅极易导致部分小目标物体的特征丢失,而且极易忽

略全局信息[20]。此处,采用注意力机制将卷积网络

的输出特征作为注意力机制的输入,强化视频帧中异

常行为特征在空间维度上的表达能力。注意力机制
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的原理如图4所示。

图4 注意力机制网络结构

Fig.4 Network
 

structure
 

of
 

attention
 

mechanism

  图4中,首先,利用注意力机制获取帧级全局像

素点和当前像素点的关系权值。计算如公式(4)和
(5)所示:

  Attention(Q,K,V)=softmax(
QKT

dk

)V, (4)

  Q=F'
tWQ,K =F'

tWK,V=F'
tWV, (5)

其中,WK,WQ,WV 为可学习参数,T表示转置操作,

F'
t 表示DSC网络提取的空间维度特征;Q、K、V 的

初始值均为F'
t ,表示DSC网络提取的空间维度特

征,用于计算空间维度特征内部的注意力;dk 表示特

征维度。

  然后,将带权重的特征F'
t 经过最大池化层和多

层感知机,获得帧级特征中的强特征。最大池化层具

有旋转、平移和尺度不变性的优势,这对于视频帧中

小目标或遮盖目标具有很好的适应能力,即在保留关

键特征的同时防止模型过拟合。

2.4 时序维度的特征提取

  视频中的异常行为通常由运动引起,主要体现在

视频帧间的上下文时序信息变化中。因此,通过捕获

帧间的上下文时序信息,可以有效捕获异常行为的关

键特征[5]。为此,本文采用LSTM 网络提取视频帧

间的时间序列特征。此外,LSTM 网络也可以较好

地缓解循环神经网络长距离依赖性差和梯度爆炸的

问题。

  LSTM网络包括输入门、输出门和遗忘门。这

种门结构的设计使得网络有选择性地输出关键信息,
过滤边缘或无用信息,从而达到提升网络记忆能力的

作用。其中,输入门决定何时读入数据到细胞单元;
遗忘门决定何时忽略无用或边缘信息;输出门决定何

时输出计算结果。LSTM 网络结构如图5所示。此

处采用LSTM 网络作为时间序列维度上的特征提

取器。

图5 长短期记忆网络结构

Fig.5 Long
 

short􀆼term
 

memory
 

network
 

structure

  假设在t时刻,空间维度特征经过注意力机制后

的带权重特征图输入为F'at ,隐藏层状态为 H,上
一时刻的隐藏状态为 Ht-1,输入门为It,遗忘门为

Gt,输出门为Ot,不同单元的计算如式(6)、(7)和
(8)所示。

  It=σ(F'atWx +Ht-1Whx +bx), (6)

  Gt=σ(F'atWy +Ht-1Why +by), (7)

  Ot=σ(XtWz +Ht-1Whz +bz), (8)

其中,Wx,Wy,Wz ∈Rd×h 和Whx,Why,Whz ∈Rh×h

为权重,bx,by,bz ∈R1×h 为偏置。利用门控单位之

间的信息协作得到最终的时序维度特征。具体计算

如公式(9)所示:

  Fot=Ot×tanh(It×Gt-1+bt), (9)

其中,Fot 表示时序维度特征,携带视频帧间的上下

文信息;bt 为偏置参数;×表示矩阵乘法。
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2.5 异常特征检测和定位

  通过计算本文模型预测的特征 N'
t 和实际特征

Nt 之间的L2 距离,快速定位异常行为。如果距离大

于设定的阈值α,则该特征被认为是异常特征,反之

则认为是正常行为。L2 距离的计算方法如公式(10)
所示:

  L2=
Abnormal,if‖N'

t-Nt‖2 >α
Normal,else 。 (10)

  在异常特征识别并定位后,通过上采样操作反转

到原始视频帧中,定位异常目标的异常行为。

3 验证实验

3.1 实验环境与评价指标

  DSS􀆼Net的实验环境为内存128
 

G的 Ubuntu
 

20.4,显卡为NVIDIA
 

A100
 

GPU,显存为40
 

G。采

用支持GPU加速的PyTorch进行训练,cuda环境为

NVIDIA
 

CUDA
 

11.2和cuDNN
 

V8.2的深度学习

加速库。模型参数的设定如表1所示。

  DSS􀆼Net训练损失曲线和准确率曲线如图6所

示,可以看出,当模型迭代次数Epoch为40时,训练

集和测试集损失曲线均趋于平稳,损失值低于0.10,

表明模型已收敛。
表1 参数设定

Table
 

1 Parameter
 

settings

参数
Parameter

取值
Value

Gradient
 

function SGD

Initial
 

learning
 

rate 0.000
 

5

Learning
 

decay
 

rate 0.001

Dropout 0.5

Batchsize 8

Ck 3

Number
 

of
 

1×1
 

convolution
 

kernels
 

k 68,128,256,512

Momentum
 

coefficient 0.9

  为验证DSS􀆼Net的有效性,采用识别准确率Ac-
curacy、等错误率(Equal

 

Error
 

Rate,EER)和 ROC
(Receiver

 

Operating
 

Characteristic)线下面积(Area
 

Under
 

Curve,AUC)作为评价指标。ROC曲线图中

越靠近左上角,AUC值越大,表明分类效果越好。

EER表示ROC曲线上与45°角直线相交点的值,值
越小,表明性能越好。

图6 DSS􀆼Net训练损失曲线和准确率曲线

Fig.6 Training
 

loss
 

and
 

accuracy
 

curves
 

of
 

DSS􀆼Net

3.2 实验数据集

  为 了 验 证 DSS􀆼Net的 有 效 性,在 主 流 的

UCSD[21]、UCF[22]、UMN[23]、ShanghaiTech[24] 和

CUHK
 

Avenue[25]等 数 据 集 上 进 行 实 验。其 中,

UCSD数据集包括Ped1和Ped2两个子集,行人和行

走定义为正常行为,其余如奔跑、推车、滑轮等定义为

异常行为。详细信息如表2所示。

表2 UCSD数据集

Table
 

2 UCSD
 

dataset

数据集
Datasets

总视频
Total

 

video
训练视频

Training
 

video
测试视频
Test

 

video
帧数
Frames

Ped1 70 34 36 200

Ped2 28 16 12 120/160/180
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  UCF数据集包括1
 

900个真实监控视频,950个

异常行为视频。其中,异常行为包含以下13种,为了

便于理解,用1-13的数值表示每种异常行为:虐待

(1)、逮捕(2)、纵火(3)、袭击(4)、事故(5)、入室盗窃

(6)、爆炸(7)、打架(8)、抢劫(9)、射击(10)、偷窃

(11),入店行窃(12)、破坏公物(13)。

  UMN数据集由3
 

300帧的训练集和4
 

439帧的

测试集组成,包含室内和室外两种不同场景,11个视

频片段。异常行为包括人群分散跑动和单人跑动两

大类。

  ShanghaiTech数据集由330个训练视频片段和

107个测试视频片段组成,包含130种异常行为,覆
盖13种不同场景。

  CUHK
 

Avenue数据集包含奔跑、抛物等47种

不同的异常行为,由16个训练视频片段和21个测试

视频片段组成。

3.3 结果与分析

3.3.1 UCSD数据集

  为验证DSS􀆼Net设计的有效性,在相同的实验

环境和评价指标下,分别与当前主流的视频异常行为

检测模型进行对比实验,详细结果如表3所示。

  由表3可以看出,在Ped1数据集上,DSS􀆼Net的

AUC和EER分别达到了95.30%和10.60%。特别

地,在AUC评价指标下,DSS􀆼Net相比对比模型中

最好的FCVA[16]、ONN[27]以及 AOE[28],分别提高

了0.42%(94.90%→95.30%)、0.42%(94.90%→
95.30%)和0.74%(94.60%→95.30%);在EER评

价指标下,DSS􀆼Net相比对比模型中最好的 FC-
VA[16] 和 SV􀆼DNN[30],分 别 降 低 了 6.19%
(11.30%→ 10.60%) 和 33.75% (16.00%→
10.60%)。在Ped2数据集上,DSS􀆼Net的 AUC值

和EER值分别达到了96.80%和12.60%,综合优势

明显。虽然在EER评价指标下,DSS􀆼Net相比SV􀆼
DNN[30]模型有所不足,但在AUC评价指标下,相比

所有对比模型中表现最好的两个模型 AOE[28]和

SV􀆼DNN[30],DSS􀆼Net 分 别 提 升 了 0.94%
(95.90%→ 96.80%) 和 2.00%

 

(94.90% →
96.80%)。究其原因是上述对比模型大多从单一的

帧内空间维度或帧间上下文时序关系中推断异常行

为,而所提出模型结合两方面信息,并采用串行的思

想,在充分挖掘空间和时序维度信息的同时,尽可能

地保留了空间和时序信息的连续性。

表3 不同模型在UCSD数据集上的对比结果

Table
 

3 Comparison
 

results
 

of
 

different
 

models
 

on
 

the
 

UCSD

数据集
Datasets

模型
Models AUC/%

 

↑ EER/%
 

↓

Ped1 FCVA[16] 94.90 11.30

HmF[26] 57.60 23.50

ONN[27] 94.90

AOE[28] 94.60

One􀆼SVM[29] 88.60 16.30

SV􀆼DNN[30] 91.90 16.00

sHOT[31] 51.00 21.30

DSS􀆼Net 95.30 10.60

Ped2 FCVA[16] 92.20 12.60

HmF[26] 89.50 17.50

ONN[27] 94.50

AOE[28] 95.90

One􀆼SVM[29] 90.10 15.80

SV􀆼DNN[30] 94.90 12.00

sHOT[31] 82.90 20.90

DSS􀆼Net 96.80 12.60

Note:the
 

bold
 

font
 

represents
 

the
 

optimal
 

detection
 

result.↑
 

indicates
 

that
 

the
 

larger
 

the
 

AUC
 

value,the
 

better
 

the
 

detection
 

result
 

is.while
 

↓
 

indicates
 

that
 

the
 

smaller
 

the
 

EER
 

value,the
 

better
 

the
 

detection
 

result
 

is.

  在UCSD
 

Ped1和Ped2数据集上的部分检测可

视化结果如图7所示。矩形框所包围的部分为检测

到的异常行为。由图7可以看出,DSS􀆼Net能够识别

出滑板车、自行车、货车和奔跑等异常行为,并且

DSS􀆼Net对于同一帧中的不同异常行为均可以准确

定位。

3.3.2 UCF数据集

  为了进一步验证DSS􀆼Net的检测性能,在更具

有挑战性的 UCF数据集上进行测试。具体实验结

果如表4所示,可以看出,DSS􀆼Net的 AUC值和

EER值 分 别 达 到 了 80.60%和 18.50%。虽 然 在

AUC评价指标下DSS􀆼Net不及SV􀆼DNN[30],但在

EER 评 价 指 标 下,DSS􀆼Net 下 降 了 11.90%
(21.00%→18.50%),可以媲美当前主流的视频异常

行为检测模型。
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图7 DSS􀆼Net在Ped1和Ped2数据集上的检测结果

Fig.7 Detection
 

results
 

on
 

Ped1
 

and
 

Ped2
 

datasets
 

of
 

DSS􀆼Net
表4 不同模型在UCF数据集上的对比结果

Table
 

4 Comparison
 

results
 

of
 

different
 

models
 

on
 

the
 

UCF
 

dataset

模型
Model AUC/%

 

↑ EER/%
 

↓

Two􀆼SRNet[13] 71.00

SV􀆼DNN[30] 89.20 21.00

STFGNet[32] 80.10

DSS􀆼Net 80.60 18.50

Note:bold
 

font
 

represents
 

the
 

optimal
 

detection
 

result.↑
 

indicates
 

that
 

the
 

larger
 

the
 

AUC
 

value,the
 

better
 

the
 

detection
 

result
 

is.while
 

↓
 

indicates
 

that
 

the
 

smaller
 

the
 

EER
 

value,the
 

better
 

the
 

detection
 

result
 

is.

  上述数据验证了DSS􀆼Net的有效性。究其原因

是本文模型从时序和空间两个维度进行特征提取,这
对视频帧级的上下文语义信息具有很好的捕获性。
此外,DSS􀆼Net借助注意力机制进一步强化了空间维

度上的特征映射,使得模型对类间具有更好的区分

能力。

  DSS􀆼Net在UCF数据集中对大部分异常行为的

准确率均在78%以上(图8)。然而,对于袭击(4)和
打架(8)行为的识别性能不高,主要原因是两者之间

的行为极其相似,容易导致误报或漏报。

  图8 DSS􀆼Net在UCF数据集中对各类异常行为的检测

准确率

  Fig.8 Detection
 

accuracy
 

of
 

various
 

anomalous
 

behav-

iors
 

of
 

DSS􀆼Net
 

on
 

the
 

UCF
 

dataset

  为了测试 DSS􀆼Net的时间开销,分别与 OC􀆼
SVM、KNFST和 HmF模型进行对比,上述模型的
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数据来源于文献[26]。对比结果如图9所示,可以看

出,在UCF数据集上,DSS􀆼Net相比所有对比模型具

有更好的实时性。特别地,相比HmF模型,DSS􀆼Net
在时间开销上降低了9.47%

 

(0.169→0.153)。

图9 不同模型在UCF数据集上的时间开销对比

  Fig.9 Comparison
 

of
 

time
 

consumption
 

of
 

different
 

models
 

on
 

the
 

UCF
 

dataset

3.3.3 其他数据集

  为了进一步验证模型的泛化性能和鲁棒性,在

UMN、ShanghaiTech和CUHK
 

Avenue等多个数据

集上进行对比实验,结果如表5所示。
表5 不同模型在多个数据集上的对比结果

Table
 

5 Comparison
 

results
 

of
 

different
 

models
 

on
 

multiple
 

datasets

数据集

Datasets

模型

Models

AUC/

%
 

↑

EER/

%
 

↓

UMN FCN􀆼LSTM[14] 93.70 7.10

Permutation[33] 91.00

DSS􀆼Net 94.61 5.29

ShanghaiTech DDGANet[34] 73.70 17.55

MCS[35] 75.50

DSS􀆼Net 80.02 12.13

CUHK
 

Avenue FCVA[16] 83.40 22.70

Permutation[33] 78.30

MPED􀆼RNN[36] 86.30 15.38

DDGANet[34] 84.90 19.15

DSS􀆼Net 85.84 14.09

Note:bold
 

font
 

represents
 

the
 

optimal
 

detection
 

result.↑
 

indicates
 

that
 

the
 

larger
 

the
 

AUC
 

value,the
 

better
 

the
 

detection
 

result
 

is.while
 

↓
 

indicates
 

that
 

the
 

smaller
 

the
 

EER
 

value,the
 

better
 

the
 

detection
 

result
 

is.

  从表5可以看出,DSS􀆼Net在3个数据集上的检

测性能相较于对比模型具有更强的竞争力。具体地,
在目标更密集型的 UMN 数据集上,DSS􀆼Net的

AUC值达到94.61%,相比对比模型中表现最好的

FCN􀆼LSTM 模 型,本 文 模 型 的 AUC 值 提 高 了

0.97%。在异常行为更加丰富的ShanghaiTech数据

集上,DSS􀆼Net的AUC值为80.02%,相比表现最好

的 MCS 模 型 提 高 了 5.99%。虽 然 在 CUHK
 

Avenue数据集上,DSS􀆼Net的AUC值相比 MPED􀆼
RNN有一定差距,但在EER指标下,DSS􀆼Net下降

了8.39%。究其原因是DSS􀆼Net充分捕获了时序维

度和空间维度上的特征,增强了特征的表达能力,有
效缓解了不同异常行为之间的误报。

3.4 消融实验

3.4.1 模块间的消融实验

  为了探究所提出模型中不同模块对检测性能提

升的作用,接下来按照“分而治之”的机制在 UCF数

据集上进行消融实验,结果如表6所示。

表6 模块间的消融实验

Table
 

6 Ablation
 

experiment
 

between
 

modules

变体模型
Variant

 

models SDDSCAM TD AUC/
%

EER/
%

TO/
(fts/s)

SD √ 76.59 26.88 1.375

SD+DSC √ √ 76.53 26.91 0.146

SD+DSC+AM √ √ √ 79.10 19.04 0.150

TD √ 68.19 29.83 0.151

SD+DSC+AM+TD √ √ √ √ 80.60 18.50 0.153

Note:SD
 

indicates
 

spatial
 

dimension,AM
 

indicates
 

attention
 

mecha-

nisms,TD
 

indicates
 

temporal
 

dimension,TO
 

indicates
 

time
 

overhead.

  由表6可知:①在所有模块中,空间维度特征对

于模型的整体性能提升具有重要的作用,主要原因是

单帧中包含的视觉信息主要来源于图片,而空间维度

特征主要借助卷积神经网络进行特征提取。②
 

DSC
可以有效改善模型的时间开销问题,使用DSC前后,
模型的时间开销相差8.4倍,这进一步验证了利用

DSC改进主干网络的合理性。③单一时序维度或空

间维度特征尚不足以充分表示视频中帧内或帧间的

特征,但结合两个维度的特征,在帧内视觉特征的基

础上引入上下文帧间时序特征,可以有效缓解特征鲁

棒性和泛化能力不强的问题。

3.4.2 阈值消融实验

  为了探究阈值与AUC曲线之间的关系,在UCF
数据集上进行阈值的消融实验。图10给出了异常特

征判定的阈值与最终异常行为检测的AUC曲线图,
可以看出,当阈值α为0.06时,AUC值最佳。

385



广西科学,2023年,30卷,第3期
 

Guangxi
  

Sciences,2023,Vol.30
 

No.3

图10 阈值α与AUC关联曲线

  Fig.10 Correlation
 

curve
 

between
 

threshold
 

value
 

α
 

and
 

AUC

4 结束语

  本文提出了一种新的视频异常行为检测模型。
考虑到运动物体的动态变化属性,本文从时序和空间

两个维度提取特征,并利用注意力机制强化目标物体

的局部和全局特征,缓解特征丢失的问题。此外,考
虑到时间开销问题,DSS􀆼Net利用DSC对原始主干

网络Vgg􀆼16进行改进,通过降低模型的参数量来减

少时间开销。在UCSD和UCF两个主流数据集,以
及UMN、ShanghaiTech和CUHK

 

Avenue数据集上

进行模型测试,实验结果验证了DSS􀆼Net的高效性。

  未来研究工作将尝试使用多尺度特征和特征融

合注意力机制进一步提高DSS􀆼Net的识别性能,并
在实际应用中进行测试。
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Abstract:Aiming
 

at
 

the
 

problems
 

of
 

poor
 

performance
 

and
 

large
 

time
 

overhead
 

in
 

traditional
 

video
 

abnormal
 

behavior
 

detection
 

models,a
 

video
 

abnormal
 

behavior
 

detection
 

model
 

(Dual􀆼Scale
 

Serial
 

Network,DSS􀆼Net)
 

based
 

on
 

dual􀆼scale
 

serial
 

network
 

is
 

constructed
 

from
 

spatial
 

and
 

temporal
 

dimensions.Firstly,the
 

Vgg􀆼16
 

network
 

is
 

improved
 

by
 

using
 

deep
 

separable
 

convolution,and
 

the
 

improved
 

feature
 

extractor
 

is
 

used
 

to
 

ex-
tract

 

features
 

from
 

the
 

spatial
 

dimension,so
 

that
 

the
 

time
 

overhead
 

of
 

the
 

model
 

can
 

be
 

reduced
 

by
 

reducing
 

the
 

number
 

of
 

calculation
 

parameters.Then,on
 

this
 

basis,the
 

attention
 

mechanism
 

is
 

introduced
 

to
 

strength-
en

 

the
 

expression
 

ability
 

of
 

the
 

target
 

features.Finally,the
 

Long
 

Short􀆼Term
 

Memory
 

(LSTM)
 

network
 

is
 

used
 

to
 

extract
 

the
 

context
 

temporal
 

relationship
 

between
 

each
 

frame
 

of
 

motion
 

video
 

from
 

the
 

temporal
 

di-
mension.The

 

test
 

was
 

carried
 

out
 

on
 

the
 

current
 

mainstream
 

UCSD
 

Ped1
 

and
 

Ped2
 

datasets
 

and
 

the
 

more
 

challenging
 

UCF
 

dataset.The
 

results
 

show
 

that
 

the
 

Receiver
 

Operating
 

Characteristic
 

(ROC)
 

Area
 

Under
 

Curve
 

(AUC)
 

values
 

of
 

the
 

proposed
 

model
 

on
 

the
 

three
 

data
 

sets
 

reach
 

95.30%,96.80%
 

and
 

80.60%
 

re-
spectively,and

 

the
 

Equal
 

Error
 

Rate
 

(EER)
 

reaches
 

10.60%,12.60%
 

and
 

18.50%,respectively,and
 

it
 

has
 

stronger
 

real􀆼time
 

performance.Compared
 

with
 

the
 

classical
 

One􀆼class
 

Neural
 

Network
 

(ONN)
 

and
 

Aggrega-
tion

 

of
 

Ensembles
 

(AOE)
 

models,the
 

AUC
 

values
 

of
 

the
 

proposed
 

model
 

DSS􀆼Net
 

are
 

increased
 

by
 

0.42%
 

and
 

0.94%
 

on
 

the
 

Ped1
 

and
 

Ped2
 

datasets,respectively.In
 

addition,the
 

proposed
 

model
 

DSS􀆼Net
 

is
 

also
 

test-
ed

 

for
 

generalization
 

ability
 

and
 

robustness
 

on
 

data
 

sets
 

such
 

as
 

UMN,ShanghaiTech,and
 

CUHK
 

Avenue,

and
 

the
 

results
 

are
 

also
 

competitive
 

compared
 

with
 

the
 

current
 

mainstream
 

models.
Key

 

words:video
 

abnormal
 

behavior
 

detection;spatial
 

dimensions;temporal
 

dimensions;deeply
 

separable
 

con-
volution;attention

 

mechanism
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