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♦医疗场景♦

基于深度神经网络的阿尔茨海默病早期诊断算法*

刘星毅
(广西工业职业技术学院,广西南宁 530001)

摘要:由于阿尔茨海默病(Alzheimer's
 

Disease,AD)目前无法治愈,只能通过早期干预的方式缓解其恶化,因
此使用神经影像学技术对阿尔茨海默病进行早期诊断已经在临床中得到广泛应用。本文利用深度学习技术,
对基于磁共振成像(Magnetic

 

Resonance
 

Imaging,MRI)数据的阿尔茨海默病早期诊断进行了研究。首先,引
入样本重加权策略来缓解疾病诊断数据集中普遍存在的类不平衡问题对模型的影响。其次,设计监督对比学

习来提升模型的特征提取能力。在4个神经退行性疾病诊断数据集上的消融实验结果表明,本文提出的方法

取得了比现有算法更好的性能。
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  阿尔茨海默病(Alzheimer's
 

Disease,AD)是一

种常见的神经退行性疾病,俗称老年痴呆[1,2]。它会

导致大脑中神经细胞的退化和死亡,进而影响记忆、
思维和行为的能力,也是导致老年人死亡的主要原因

之一。目前,尚无治愈AD的方法,进行早期干预是

减缓其恶化的有效途径[3],因此对AD的早期诊断极

为重要。神经影像学技术如磁共振成像(Magnetic
 

Resonance
 

Imaging,MRI)在AD的早期诊断中发挥

着关键作用。由于人工检查神经影像学数据既费力

又耗时,机器学习技术已经被广泛应用于神经影像学

数据的处理以减轻神经科医生的负担。

  在利用机器学习技术对AD进行早期诊断的起

步阶段,主要是通过传统的机器学习方法来处理神经

影像学数据。例如,随机森林[4]通过随机选择特征子

集和样本子集构建多个弱分类器(如决策树),最后集

成多个弱分类器的预测(如投票法、平均法等)作为最

终分 类 结 果。L1SVM(L1Support
 

Vector
 

Ma-
chine)[5]利用支持向量机(Support

 

Vector
 

Machine,

SVM)完成分类任务,并引入L1正则化对重要特征

进行选择。近年来,随着机器学习技术的不断发

展[6,7],深度学习方法已经被广泛应用于疾病诊断领

域,并因其强大的特征提取能力取得了比传统机器学

习方法更好的效果。现有的深度学习方法通常把患

者作 为 节 点,并 通 过 K 最 近 邻 算 法(KNearest
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Neighbors,KNN)[8],根据节点间的相似性构建图结

构数据,然后使用图卷积网络(Graph
 

Convolutional
 

Network,GCN)[9]进行特征学习,最后根据学习到的

特征嵌入进行疾病诊断。例如IDGCN
 

(Interpreta-
ble

 

learning
 

based
 

Dynamic
 

Graph
 

Convolutional
 

Network)[10]在GCN的基础上加入可解释特征学习

和动态图学习模块,获得了比传统方法更好的性能,
并且能够解释诊断结果与大脑的特定区域之间的关

系。DGLCN(DualGraph
 

Learning
 

Convolutional
 

Network)[11]使用原始特征矩阵及其转置矩阵分别

构建目标图和特征图,并使用它们进行双图学习从而

更好地对 MRI数据进行特征学习。FSNet[12]使用

FGCN(Feature
 

Graph
 

Convolutional
 

Network)和

SGCN(Simple
 

Graph
 

Convolutional
 

Network)分别

捕捉特征和样本的重要性,并根据重要性信息提取特

征嵌入,最后使用特征嵌入进行分类。MultiModal
 

GNN(MultiModal
 

Graph
 

Neural
 

Network)[13]分别

根据 MRI和PET(Positron
 

Emission
 

Tomography)
数据构建图结构,并通过图融合策略来利用它们之间

的互补信息。UNBGCN(Univariate
 

Neurodegener-
ation

 

Biomarker
 

Graph
 

Convolutional
 

Network)[14]

根据 MRI数据的重要区域生成单变量神经退行性生

物标志物(Univariate
 

Neurodegeneration
 

Biomark-
er,UNB),并设计了一个注意力模块使GCN更关注

产生重要UNB的脑部区域。

  由于不同疾病患者的数量有差异,数据集中往往

存在类不平衡问题,现有方法均缺乏对这一问题的考

虑。另外,现有方法特征学习的效果依赖于图结构的

质量,但在神经系统疾病的早期阶段,患者脑部的病

理变化较小,神经影像学数据与正常人极为相似,很
难构建出高质量的图结构。因此,本文使用多层感知

机(Multilayer
 

Perceptron,MLP)对神经影像学数据

进行特征学习与疾病诊断,旨在更有效地使用 MRI
数据对阿尔茨海默病进行早期诊断。

1 方法

  本文方法包括标签学习(蓝色路径)和对比学习

(红色路径)两个部分(图1)。在标签学习部分,引入

加权交叉熵损失来降低类不平衡问题对模型的影响。
在对比学习部分,设计监督对比学习来提升模型的特

征提取能力。

图1 本文所提出算法的整体框架

Fig.1 Overall
 

framework
 

of
 

the
 

algorithm
 

proposed
 

in
 

this
 

paper

1.1 模型结构

  MLP是一种经典的前馈人工神经网络模型,由
输入层、隐藏层和输出层组成,隐藏层和输出层中的

每个神经元都与前一层的所有神经元相连接,因此也

被称为全连接层(Fully
 

Connected
 

layer,FC)。其

中,隐藏层负责对输入数据进行一系列的非线性变换

从而实现特征提取,输出层负责根据隐藏层提取的特

征嵌入对样本类别进行预测。本文采用两层网络结
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构的 MLP作为预测模型,并将第1层输出的特征嵌

入H 和第2层输出的预测概率矩阵P 表示如下:

  H=W(1)X+b(1), (1)

  P=softmax[σ(W(2)H+b(2))], (2)
式中,W(i)和b(i)表示第i层的可训练参数,σ表示激

活函数(如ReLU、Sigmoid等)。

1.2 加权交叉熵损失

  交叉熵损失是分类任务中常用的损失函数之

一[15,16],其有效性已经在实践中得到广泛验证。本

文将交叉熵损失函数表达如下:

  Lce=-∑
i∈T
yilogpi, (3)

式中,T=v1,v2,…,vt,表示训练数据集;t表示训练

样本总数。yi 和pi 分别表示样本vi 的标签和模型

对样本vi 的预测概率分布。交叉熵损失可以衡量模

型输出的概率分布与真实标签之间的差异,当两者相

差较大时,交叉熵损失的值会较大,反之则较小。因

此,通过最小化交叉熵损失,可以使模型获得对不同

类别的区分能力。然而,当数据集中不同类别的样本

数量差距较大时,使用交叉熵损失可能会导致模型在

训练过程中更关注数量较多的类别而忽略了数量较

少的类别,原因是传统的交叉熵损失会公平地看待所

有样本。

  为解决上述问题,对式(3)进行了一些改进,使其

能够为不同类别样本给予不同程度的关注度。具体

来说,引入样本重加权策略,使样本数量较少的类别

获得更高的权重,而样本数量较多的类别则相反。为

此,先计算训练集中每个类别样本的数量:

  Mi=∑
t

j=1
11(yj=i), (4)

式中,Mi 表示类别i的样本数量;11(*)表示指示函

数,当括号内的条件成立时,11(*)=1,否则11(*)=
0。计算每个类别的样本数量后,根据式(5)计算每个

类别的样本在训练中的权重:

  wi=1-
Myi

t
, (5)

式中,wi 表示样本vi 的权重,Myi
表示与节点vi 类

别相同的样本数量。根据式(5),样本的权重将与其

同类样本的数量占总样本数量的比例成反比。最终,
结合式(3)和式(5),得到加权交叉熵损失 Lwce:

  Lwce=-∑
i∈T

wi·(yilogpi)。 (6)

式(6)通过为不同类别的样本赋予不同的权重,使得

模型在训练中公平地对每个类别进行学习,从而降低

类不平衡问题对模型训练的影响,使模型获得更好的

泛化能力。

1.3 监督对比损失

  加权交叉熵损失能够通过最小化模型的预测结

果与真实标签之间的差异来使模型从样本标签中学

习类别信息。然而,它缺乏对样本间相互关系的学习

能力,而学习样本间相互关系往往能够帮助模型更好

地捕捉数据的内在结构和关联性,从而获得更高质量

的特征嵌入。基于上述思考,本文设计监督对比损失

来使模型能够更好地学习样本之间的相互关系。具

体来说,为每个样本选择k 个正样本和k 个负样本,
并使其与正样本在嵌入空间中互相靠近,与负样本在

嵌入空间中互相远离。

1.3.1 选择正样本

  为了使模型能够学习到同类样本间的联系,为每

个样本选择与其类别相同且特征最为相似的部分样

本作为其正样本,并在嵌入空间中使它们互相靠近。
具体来说,先将训练集按照不同类别分为多个子集:

  Ci={vj|∀j∈(1,n),yj=i}, (7)
式中,Ci 表示由类别为i的样本组成的集合。接下

来,计算每个样本与其余同类样本的特征相似度:

  Pi={Sij|∀vj∈Cyi
},where

 

Sij=
xi·xj

|xi||xj|
,

(8)
式中,Pi 表示由样本vi 与其余同类样本的相似度组

成的集合,Sij 表示节点vi 与vj 的相似度,xi 和xj

分别表示节点vi 与vj 的特征向量。最后,为每个样

本选择k个相似度最高的同类样本作为其正样本:

  Posi=top(Pi,k), (9)
式中,Posi 表示为样本vi 选择的正样本组成的集合,

top(Pi,k)表示从Pi 中选取前k 个具有最大值的样

本。通过减小样本与其正样本在嵌入空间中的距离,
模型能够更好地学习到同类样本间的联系,从而提升

模型的特征提取能力。

1.3.2 选择负样本

  在让模型学习同类样本间联系的同时,也需要学

习不同类别样本间的差异。因此,本文将为每个样本

选择与正样本数量相同的负样本。首先,计算每个样

本与非同类样本的特征相似度:

  Ni={Sij|∀vj∉Cyi
}, (10)

式中,Ni 表示由样本vi 与非同类样本的相似度组成

的集合。接下来,为了使模型在提升对特征相似的非

同类样本区分能力的同时,保持对特征不相似样本的

区分能力。为每个样本选择k-1个相似度最高的
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非同类样本以及一个相似度最低的非同类样本作为

负样本:

  Negi=top(Ni,k-1)+top(Ni,-1), (11)
式中,Negi 表示为样本vi 选择的负样本组成的集

合,top(Ni,k-1)表示从Ni 中选取前k-1个相似

度最高的样本,top(Ni,-1)表示从 Ni 中选取相似

度最低的样本。通过增加样本与其负样本在嵌入空

间中的距离,模型能够更好地捕捉到不同类别样本间

的差异,使不同类别的样本在嵌入空间中具有更好的

分离度,进而提升模型的分类性能。

1.3.3 对比损失

  加权交叉熵损失会使模型倾向于将同一类别的

所有样本具有相似的特征嵌入,即在嵌入空间中属于

同一个簇,而对比损失则可能使模型将同一类别的样

本映射为多个簇。为了避免两者的优化目标出现冲

突,更好地发挥各自的优势,本文考虑通过数据增强

获得两组增强特征来计算对比损失,从而使模型间接

地对样本间的相互关系进行学习。首先,通过随机掩

码策略获得两组增强特征:

  
X=mask(X,r1),

X
︿

=mask(X,r2), (12)

式中,mask(X,r)表示将矩阵X 每一行中r%的元素

值转变为0。接下来,分别将两组增强特征输入模

型,获得模型第一层输出的特征嵌入:

  
H=W(1)X+b(1),

H
︿

=W(1)X
︿

+b(1), (13)

式中,H 和H
︿

分别表示预测模型对X 和X
︿

提取的特

征嵌入。在获得增强特征的特征嵌入后,使用余弦相

似度来衡量样本在嵌入空间中的距离,并将样本对在

嵌入空间中的距离表示如下:

  d(hi,hj)=
hi·hj
|hi||hj|

+
hi·h

︿

j

|hi||h
︿

j|
+

h
︿

i·h
︿

j

|h
︿

i||h
︿

j|
,

(14)

式中,hi 和h
︿

i 分别表示将H 和H
︿

作为输入时模型

对样本vi 输出的特征嵌入。最终,将所使用的对比

损失表达如下:

  Lcon=∑
i∈T
[∑
vj∈Posi

d(hi,hj)- ∑
vj∈Negi

d(hi,hj)]。

(15)

  通过最小化 Lcon,每个样本与正样本在嵌入空间

中会互相靠近,与负样本在嵌入空间中会互相远离,
从而学习到样本间的相互关系,使得不同类别样本的

特征嵌入具有更好的区分度。此外,由于本文使用增

强特征来计算对比损失,因此能够使模型获得更强的

鲁棒性,提升模型的泛化能力。

1.4 总损失函数

  将加权交叉熵损失 Lwce 和对比损失 Lcon 进行组

合,得到本文所提出方法的总损失函数:

  L=Lwce+αLcon, (16)
式中,α表示平衡Lwce 和 Lcon 的加权系数。

2 实验与结果分析

2.1 数据集

  从ADNI数据库下载原始 MRI数字图像,并遵

循文献[17]中描述的方式进行预处理,具体步骤包括

提取脑组织、修正运动和时间、配准、过滤和平滑。在

完成对MRI数字图像的预处理后,将其映射到Jacob
模板[18]中,从而将大脑划分为93个脑区。最后,提
取每个脑区的灰质体积作为特征,这样每个样本(患
者)就可以用一个93维的特征向量来表示。数据预

处理的具体流程见图2。

图2 从 MRI数字图像提取特征向量的预处理流程

Fig.2 Preprocessing
 

pipeline
 

of
 

extracting
 

feature
 

vectors
 

from
 

MRI
 

digital
 

images

  共处理805位受试者的 MRI数字图像,其中包

括186名AD患者,393名轻度认知障碍(MCI)患者

和226名正常人(对照组,NC)。此外,393名MCI患

者又分为226名 MCI非转化者(MCIn)和167名
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MCI转化者(MCIc)。最后,将这些样本分成4个二

分类 数 据 集(即 ADNC、NCMCI、ADMCI和

MCInMCIc)进行实验。4个数据集的具体信息见

表1。
表1 数据集信息

Table
 

1 Dataset
 

information

数据集
Dataset

样本
Samples

特征维度
Characteristic

 

dimensions

ADNC 186∶226 93

NCMCI 226∶393 93

ADMCI 186∶393 93

MCInMCIc 226∶167 93

2.2 对比算法

  本文使用的对比算法包括1种传统机器学习算

法(L1SVM)和5种 深 度 学 习 算 法(GCN、GAT、

Transformer、SUGRL、DGLCN)。

  L1SVM[5]在SVM 的基础上引入L1正则化来

过滤掉对分类决策贡献较小的特征。

  GCN[9]是一种基于频谱理论的图卷积网络,通
过图结构来对节点特征进行邻域聚合的方式学习节

点间的相互关系。

  GAT(Graph
 

Attention
 

Network)[19]通过注意

力机制来计算节点与其邻居之间的重要性权重,并利

用这些权重对节点的邻域信息进行加权聚合。

  Transformer[20]是一种基于自注意力机制的深

度学习模型,通过计算每个特征向量中不同位置之间

的相互依赖关系,为每个位置分配注意力权重。

  SUGRL(Simple
 

Unsupervised
 

Graph
 

Repre-
sentation

 

Learning)[21]使用结构信息和领域信息来

为节点选择正样本,并通过上界损失限制节点与正样

本在特征空间中的距离。

  DGLCN[11]为样本构建目标图和特征图,并通过

双图来学习样本的目标相关性和特征相关性。

2.3 实验设置

  在一台4张NVIDIA
 

GeForce
 

RTX
 

2080
 

Ti
 

(每
张11

 

GB内存)的服务器上使用PyTorch
 

Geometric
(PyG)框架进行实验。参考2.2节中对比算法的相

关文献[5][9][11][19-21]来为其设置最优参数,以
使其达到最佳结果。由于本实验使用的数据集没有

提供预先建立的图结构,因此对于所有需要使用图结

构的算法,本文使用K最近邻算法为它们构建图结

构,K 值统一设置为10。对于所有对比算法,设置最

大训练轮次为104 轮,预测模型的隐藏层神经元数量

为32,优化器为 Adam(Adaptive
 

moment
 

estima-
tion)。GCN、GAT以及本文提出方法的学习率均为

10-2。SUGRL的学习率为2.5×10-3,权重衰减为

5×10-5。Transformer的学习率为2×10-4,权重衰

减为10-3,隐藏层神经元数量为256,注意力头数量

和编码器的层数均为4。DGLCN的学习率为5×
10-3,特征提取器为两层 GCN,神经元数量分别为

128、64。

  通过4种常用指标对所有方法进行评估,包括准

确率(ACC)、敏感度(SEN)、特异度(SPE)和ROC曲

线下面积(AUC)。对于这些评价指标,更高的数值

都意味着更好的性能。为了减少实验结果的随机性,
采用5倍交叉验证,并使用不同的随机数种子在4个

数据集上对所有方法独立进行了5次交叉验证实验,
最后取5个结果的平均值作为最终结果。

2.4 结果分析

  本文提出的方法与6种对比算法的平均值和相

应的标准差见表2。

  深度学习算法在这4个数据集上的表现明显优

于传统机器学习算法。例如,与传统机器学习算法

L1SVM相比,深 度 学 习 算 法 中 整 体 表 现 最 差 的

GAT在所有数据集的4个评价指标上平均提高了

1.1%,原因是深度学习算法具有比传统机器学习算

法更强大的特征提取能力,能够更好地理解受试者的

MRI数据,从而更准确地对神经系统疾病进行诊断。

  从整体上看,不使用图卷积神经网络算法的表现

优于使用图卷积神经网络算法。例如,与使用图卷积

神经网络算法相比,不使用图卷积神经网络算法在所

有数据集的4个评价指标上平均提高了2.06%,原
因是神经系统疾病数据集中样本特征差异较小,难以

构建高质量的图结构,导致图卷积神经网络难以充分

发挥其特征学习能力。

  在所有深度学习算法中,本文提出的方法在整体

上表现出最好的性能,然后依次是DGLCN、Trans-
former、SUGRL、GCN、GAT。例如,与 DGLCN 相

比,本文提出的方法在所有数据集的4个评价指标上

平均提高了1.4%。原因是:①通过样本重加权策略

有效降低了类不平衡问题对模型的影响,有效提升了

模型的泛化能力。②本文提出的方法通过监督对比

损失使模型能够更好地学习到样本间的相互关系,提
升了模型提取的特征嵌入质量,进而提高了模型的分

类性能。
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表2 分类实验结果[平均值(%)和标准差]

Table
 

2 Results
 

of
 

the
 

classification
 

experiment
 

[average
 

value
 

(%)
 

and
 

standard
 

deviation]

数据集
Dataset

指标
Index L1SVM GCN GAT Transformer SUGRL DGLCN Proposed

ADNC ACC 76.3
 

(2.1) 81.5
 

(1.0) 81.3
 

(1.3) 84.0
 

(1.4) 81.6
 

(0.4) 86.9
 

(1.6) 85.8
 

(0.7)

SEN 77.5
 

(1.2) 84.7
 

(0.7) 85.1
 

(2.1) 88.1
 

(2.7) 84.9
 

(1.5) 85.9
 

(1.6) 88.8
 

(1.1)

SPE 75.1
 

(2.4) 77.5
 

(1.4) 76.2
 

(2.0) 78.9
 

(1.2) 81.1
 

(1.1) 87.2
 

(1.7) 82.1
 

(1.1)

AUC 77.6
 

(1.8) 88.3
 

(0.6) 87.0
 

(1.2) 78.4
 

(3.0) 88.1
 

(0.5) 90.6
 

(2.5) 91.3
 

(0.6)

ADMCI ACC 65.3
 

(1.8) 66.1
 

(1.4) 65.1
 

(0.8) 67.7
 

(0.6) 66.5
 

(0.4) 68.7
 

(1.5) 69.9
 

(1.2)

SEN 66.4
 

(1.6) 73.8
 

(2.3) 73.5
 

(1.7) 66.0
 

(1.1) 66.8
 

(0.9) 68.5
 

(1.6) 78.0
 

(2.2)

SPE 64.2
 

(3.4) 51.0
 

(6.7) 47.3
 

(3.6) 70.5
 

(2.3) 72.0
 

(1.0) 74.8
 

(2.4) 53.0
 

(2.4)

AUC 61.4
 

(2.2) 69.2
 

(2.1) 67.3
 

(0.6) 70.9
 

(0.8) 71.6
 

(0.6) 65.5
 

(2.8) 71.8
 

(1.1)

NCMCI ACC 61.2
 

(1.4) 64.2
 

(1.6) 61.8
 

(1.6) 67.7
 

(0.6) 63.5
 

(1.3) 67.5
 

(2.4) 69.1
 

(1.0)

SEN 56.8
 

(1.6) 64.6
 

(1.2) 64.9
 

(3.2) 66.0
 

(1.1) 65.6
 

(2.1) 61.7
 

(1.5) 67.2
 

(1.1)

SPE 63.5
 

(2.7) 63.9
 

(3.4) 56.5
 

(2.9) 70.5
 

(2.4) 68.2
 

(1.7) 67.7
 

(1.3) 72.4
 

(1.2)

AUC 63.5
 

(2.0) 70.1
 

(1.3) 66.3
 

(1.7) 70.9
 

(0.8) 68.4
 

(0.5) 69.2
 

(2.8) 74.8
 

(0.3)

MCIcMCIn ACC 62.4
 

(2.8) 65.5
 

(2.2) 62.0
 

(2.3) 64.7
 

(3.6) 65.0
 

(0.9) 67.7
 

(2.4) 68.8
 

(0.7)

SEN 66.4
 

(3.1) 70.1
 

(3.2) 67.9
 

(3.3) 67.9
 

(4.6) 67.2
 

(1.2) 64.0
 

(2.5) 72.0
 

(2.4)

SPE 62.4
 

(2.3) 58.9
 

(0.5) 53.6
 

(2.9) 59.3
 

(6.9) 66.6
 

(1.7) 69.9
 

(3.1) 64.4
 

(1.8)

AUC 64.4
 

(1.6) 69.8
 

(2.2) 65.8
 

(1.7) 66.0
 

(3.8) 68.9
 

(1.1) 63.7
 

(3.0) 72.3
 

(0.8)

Note:data
 

in
 

bold
 

and
 

underlined
 

are
 

the
 

best
 

and
 

second
 

best
 

results,respectively.

2.5 消融实验

  本文提出的方法包括两个重要部分,即样本重加

权(a)和监督对比学习(b)。为了探究本文提出的方

法中各个部分的有效性,在所有数据集上对不同部分

组合的性能进行消融实验,结果见表3。使用样本重

加权策略与不使用时相比,在所有数据集的4个评价

指标上平均提高了3.2%,这是因为样本重加权策略

通过重新为不同类别的样本分配权重,使模型能够更

加公平地对每个类别进行学习,获得更好的泛化性

能。使用监督对比学习与不使用时相比,在所有数据

集的4个评价指标上平均提高了6.8%,原因是监督

对比学习能够使模型学习到样本间的相互联系,提升

模型的特征提取能力,从而进一步提升模型的分类性

能。因此,同时考虑样本重加权策略和监督对比学习

是合理且有效的。

表3 消融实验一结果[平均值(%)和标准差]

Table
 

3 Results
 

of
 

the
 

ablation
 

experiment
 

1
 

[average
 

value
 

(%)
 

and
 

standard
 

deviation]

数据集
Dataset a b 准确率

ACC
敏感度
SEN

特异度
SPE

曲线下面积
AUC

ADNC √ 85.2
 

(0.8) 88.6
 

(1.4) 81.2
 

(0.4) 91.1
 

(0.6)

√ 83.0
 

(0.8) 85.1
 

(1.5) 80.4
 

(0.7) 89.0
 

(0.7)

√ √ 85.8
 

(0.7) 88.8
 

(1.1) 82.1
 

(1.1) 91.3
 

(0.6)

ADMCI √ 70.2
 

(1.0) 83.0
 

(1.8) 43.5
 

(1.2) 71.6
 

(1.4)

√ 68.8
 

(1.2) 76.7
 

(1.6) 51.9
 

(2.5) 68.7
 

(1.2)

√ √ 69.9
 

(1.2) 78.0
 

(2.2) 53.0
 

(2.4) 71.8
 

(1.1)

NCMCI √ 67.7
 

(0.8) 80.4
 

(0.8) 46.5
 

(2.7) 74.5
 

(0.3)

√ 65.9
 

(0.7) 70.9
 

(1.6) 57.6
 

(1.8) 72.0
 

(0.6)

√ √ 69.1
 

(1.0) 67.2
 

(1.1) 72.4
 

(1.2) 74.8
 

(0.3)
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续表

Continued
 

table

数据集
Dataset a b 准确率

ACC
敏感度
SEN

特异度
SPE

曲线下面积
AUC

MCInMCIc √ 67.5
 

(1.3) 72.7
 

(1.1) 60.7
 

(3.2) 72.0
 

(1.0)

√ 63.4
 

(1.3) 67.3
 

(1.7) 58.3
 

(3.1) 68.2
 

(1.7)

√ √ 68.8
 

(0.7) 72.0
 

(2.4) 64.4
 

(1.8) 72.3
 

(0.8)

Note:data
 

in
 

bold
 

are
 

the
 

best
 

results.

  为进一步探究本文提出的方法在计算监督对比

损失时不使用原始特征做法的合理性,分别使用以下

4种组合计算监督对比损失进行消融实验:(Ⅰ)H,

H,H
︿
;(Ⅱ)H,H

︿
;(Ⅲ)H,H;(Ⅳ)H,H

︿
,实验结果如表

4所示。相比于使用原始特征(Ⅲ)时最好的情况,不
使用原始特征(Ⅳ)时在所有数据集上的分类准确率

平均提高了1.8%,原因是当使用原始特征计算监督

对比损失时,监督对比损失与监督交叉熵损失的优化

目标可能会发生冲突,即监督对比损失允许模型将同

一类别的样本在嵌入空间中映射为多个簇,而加权交

叉熵损失则希望模型将同一类别的样本在嵌入空间

中映射为一个簇。因此,在计算对比损失时不考虑原

始特征的做法是合理的。

表4 消融实验二结果[平均值(%)和标准差]

Table
 

4 Results
 

of
 

the
 

ablation
 

experiment
 

2
 

[average
 

value
 

(%)
 

and
 

standard
 

deviation]

数据集
Dataset

设置
Setting

准确率
ACC

敏感度
SEN

特异度
SPE

曲线下面积
AUC

ADNC Ⅰ 84.7
 

(0.8) 87.8
 

(1.6) 80.8
 

(1.1) 91.0
 

(0.7)

Ⅱ 84.7
 

(1.0) 87.7
 

(1.6) 81.0
 

(0.7) 90.5
 

(0.4)

Ⅲ 85.3
 

(1.2) 88.5
 

(1.1) 81.3
 

(1.5) 91.1
 

(0.6)

Ⅳ 85.8
 

(0.7) 88.8
 

(1.1) 82.1
 

(1.1) 91.3
 

(0.6)

ADMCI Ⅰ 69.1
 

(0.9) 79.8
 

(3.1) 47.1
 

(4.4) 70.8
 

(0.8)

Ⅱ 68.8
 

(1.3) 76.6
 

(2.3) 52.2
 

(2.0) 71.2
 

(1.1)

Ⅲ 69.4
 

(0.8) 78.1
 

(1.7) 51.3
 

(2.6) 71.1
 

(0.8)

Ⅳ 69.9
 

(1.2) 78.0
 

(2.2) 53.0
 

(2.4) 71.8
 

(1.1)

NCMCI Ⅰ 67.5
 

(1.0) 63.1
 

(1.4) 75.2
 

(1.5) 74.3
 

(0.3)

Ⅱ 67.3
 

(0.4) 63.6
 

(1.4) 73.7
 

(2.1) 74.0
 

(0.6)

Ⅲ 68.0
 

(0.8) 64.9
 

(0.7) 73.6
 

(2.1) 74.3
 

(0.3)

Ⅳ 69.1
 

(1.0) 67.2
 

(1.1) 72.4
 

(1.2) 74.8
 

(0.3)

MCInMCIc Ⅰ 66.6
 

(2.0) 70.3
 

(1.0) 61.9
 

(4.3) 71.9
 

(0.6)

Ⅱ 67.1
 

(0.8) 70.2
 

(1.4) 63.0
 

(1.4) 72.1
 

(0.8)

Ⅲ 66.6
 

(1.8) 69.9
 

(0.8) 62.2
 

(3.6) 71.8
 

(1.2)

Ⅳ 68.8
 

(0.7) 72.0
 

(2.4) 64.4
 

(1.8) 72.3
 

(0.8)

Note:data
 

in
 

bold
 

are
 

the
 

best
 

results.

2.6 参数敏感度实验

  本文提出的方法包括2个关键超参数,即用于确

定选择正负样本数量的k 和用于调整监督对比损失

在总损失中权重的α。下面分别对这两个参数进行

参数敏感度实验。

  在 {10,20,…,50}范围内改变k的取值,结果见

图3。显然,本文提出的方法对k 的取值并不敏感,

原因是本文提出的监督对比学习在选择正负样本时

考虑了类别因素,k的增大不会导致将非同类样本选

为正样本或将同类样本选为负样本,因此依然能够使

模型合理地对样本间的相互关系进行学习。

  在{10-3,10-2,…,103}范围内改变α的取值,实
验结果如图4所示。本文提出的方法对α 的取值较

为敏感。具体来说,本文提出的方法在α 的取值为
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101 时达到最佳性能。原因是当α 的取值过小时,监
督对比损失在总损失中的占比过小,模型无法学习到

样本间的相互关系导致分类效果不佳。而当α 的取

值过大时,加权交叉熵损失在总损失中的占比过小,
模型难以从标签中学习到对不同类别的区分能力,同
样会导致分类效果不佳。因此,选择合适的α对本文

提出的方法至关重要。

图3 参数敏感度实验结果(k)
Fig.3 Results

 

of
 

the
 

parameter
 

sensitivity
 

test
 

(k)

图4 参数敏感度实验结果(α)
 

Fig.4 Results
 

of
 

the
 

parameter
 

sensitivity
 

test
 

(α)

3 结论

  本文提出了一种新的基于深度神经网络的阿尔

茨海默病早期诊断算法。首先在交叉熵函数中引入

样本重加权策略,以降低疾病诊断数据集中的类不平

衡问题对模型造成的负面影响;其次设计监督对比学

习使模型学习到样本间的相互关系,从而提高模型的

特征提取能力。实验结果表明,与现有最先进的方法

相比,本文提出的方法具有更强的分类能力。
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Abstract:
 

Alzheimer's
 

Disease
 

(AD)
 

is
 

currently
 

incurable
 

and
 

its
 

deterioration
 

can
 

only
 

be
 

mitigated
 

by
 

early
 

intervention.Therefore,early
 

diagnosis
 

of
 

Alzheimer's
 

disease
 

by
 

neuroimaging
 

has
 

been
 

widely
 

used
 

in
 

clini-
cal

 

practice.A
 

deep
 

learning
 

network
 

model
 

is
 

built
 

based
 

on
 

the
 

Magnetic
 

Resonance
 

Imaging
 

(MRI)
 

data
 

for
 

the
 

early
 

diagnosis
 

of
 

Alzheimer's
 

disease.First,a
 

sample
 

reweighting
 

strategy
 

is
 

introduced
 

to
 

mitigate
 

the
 

impact
 

of
 

the
 

class
 

imbalance
 

problem
 

prevalent
 

in
 

disease
 

diagnosis
 

datasets
 

on
 

the
 

model.Second,super-
vised

 

contrastive
 

learning
 

is
 

designed
 

to
 

improve
 

the
 

feature
 

extraction
 

capability
 

of
 

the
 

model.The
 

experi-
mental

 

results
 

on
 

four
 

neurodegenerative
 

disease
 

diagnosis
 

datasets
 

show
 

that
 

the
 

method
 

proposed
 

in
 

this
 

paper
 

achieves
 

better
 

performance
 

than
 

existing
 

methods.
Key

 

words:Alzheimer's
 

disease;neurodegenerative
 

disease;disease
 

diagnosis;deep
 

learning;contrastive
 

learn-
ing;multilayer

 

perceptron
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